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RESUMO

Reconhecer espécies de plantas pode ser um desafio quando se possui um volume muito grande
de individuos em uma grande extensdo de area, exigindo profissionais capacitados para reali-
zar a classificagdo taxondmica em atividades como inventarios ou pericias florestais. Visando
automatizar esta tarefa, o presente trabalho visa estruturar um modelo capaz de classificar 15
espécies de arvores presentes no cerrado mineiro utilizando fotos de suas cascas. Nesse sentido,
utiliza-se a transformada de Fourier para extrair variaveis descritoras de textura das fotografias,
a analise por componentes principais para reduzir a dimensionalidade do problema e a anélise

linear discriminante de Fisher para realizar a classificacdo das espécies.

Palavras-chave: Reconhecimento de Padrées. Visao Artificial. Classificacdao. Fourier






ABSTRACT

The task of classifying tree species can be challenging when there is a great volume of specimens
in a large area, demanding specific professionals for taxonomic classifying, acting in tasks like
forest inventories or in investigations. The current work aims to structure a model that’s able
to classify 15 tree species found in the ‘Cerrado’ biome in Minas Gerais, using photographs
of it’s barks. For such, we use the Fourier Transform to extract texture features from the pho-
tos, Principal Components Analysis to reduce the problem’s dimensionality and Fischer Linear

Discriminant Analysis to classify each species.

Keywords: Pattern Recognition. Computational Vision. Classification. Fourier.






Figura 1
Figura 2
Figura 3
Figura 4
Figura 5
Figura 6

Figura 7

Figura 8

Figura 9

LISTA DE ILUSTRACOES

Representagdo visual do espectro bidimensional obtido ap6s a computagao
da Transformada de Fourier bidimensional sobre a imagem de entrada
Representagdo visual do espectro bidimensional obtido, nesse caso demons-
trando periodicidade no espectro devido ao padrao da imagem . .. . . ..
Fluxograma representando as etapas envolvidas no processamento dos dados
Quadro contendo um individuo de cada espécie analisada no trabalho
Amostras ap0s 0 pré-processamento . . . .. ... ... ..
Grafico de dispersdo ilustrando a classificagdo resultante da primeira itera-
¢do do modelo com 6 espécies e 10 Componentes Principais . . . . . . ..
Grafico de dispersao ilustrando a classificacao resultante de uma das itera-
¢oes do modelo com 6 espécies, agora com 30 Componentes Principais . . .
Grafico de dispersdo ilustrando a classificagdo resultante de uma das itera-
¢coes do modelo com 6 espécies, agora com 21 Componentes Principais pré-
selecionados . . . . . . ...
Grafico de dispersao em quatro angulagdes diferentes ilustrando a classifica-

cdo resultante do experimento final . . . . . ... ... Lo

Figura 10 — Gréafico contendo as 100 primeiras frequéncias de cada um dos espectros

gerados . . ... L L

Figura 11 — Exemplar da espécie Pera obovata . . . . . . . . ... ... ... .....

Figura 12 — Exemplar da espécie Pouteria torta . . . . . . . . . . . . . . .. ... ...

22
23
29
31
32

38

42

46

49






Tabela 1
Tabela 2

Tabela 3

Tabela 4

Tabela 5

Tabela 6

Tabela 7

Tabela &

Tabela 9

LISTA DE TABELAS

Representagdo esquematica da matriz de dados contendo as imagens das cascas 32
Representagdo esquematica da matriz de dados contendo as frequéncias dos
espectros médios gerados . . . . . ... L. 33
Representagdo esquemadtica da matriz de dados, agora com os componentes
principais (componentes principais) . . . . . . ... ..o L 34
Acuracia média do modelo na classificagao de 6 espécies utilizando 10 Com-
ponentes Principais . . . . . . ... ... 37
Matriz contendo os resultados obtidos através da previsdo do modelo utili-
zando 6 espécies € 10 componentes principais . . . . . . .. ... ... L. 38
Acuracia média do modelo na classificagao de 6 espécies utilizando 30 Com-
ponentes Principais . . . . . . . . ... 41
Matriz contendo os resultados obtidos através da previsdo do modelo utili-
zando 6 espécies e 30 componentes principais . . . . . . ... ... ... 42
Acuracia média do modelo na classificac¢do de 6 espécies utilizando 21 Com-
ponentes Principais . . . . . . .. ... 45
Matriz contendo os resultados obtidos através da previsao do modelo utili-

zando 6 espécies € 21 componentes principais . . . . . . ... ... ... 46

Tabela 10 — Acurdcia média do modelo na classificagdo de 15 espécies utilizando 21

Componentes Principais ¢ a poténcia média dos espectros horizontais e ver-

FICALS & . v v v e e e e e e, 48






2.1
2.2
2.2.1
2.2.2
2.3
2.3.1
2.3.2
24

3.1
3.2

4.1
4.2
4.3
4.3.1
4.3.2
4.4
4.4.1
4.4.2
4.4.3
4.4.4

5.1
5.1.1
5.1.2
5.1.2.1
5.1.2.2
5.2

SUMARIO

INTRODUCAO . . ittt it it et et et et e e et e eee

REVISAODA LITERATURA . . .. ..ttt it i ieeneennn.
Variaveis Descritoras Na Analise de Imagens - Descritores de Imagens .
Obtencao de Variaveis Descritoras - Estudos Relacionados . . . . . . . .
Transformada de Fourier Como Descritor de Textura . . . . . . . . . ..
Analise por Componentes Principais . . . . . . . ... ... ........
Métodos de Classificacao . . . . . ... ... ... ... .. .......
Aprendizado Supervisionado ou Nao Supervisionado . . . . . . . . . . ..
Andlise Linear Discriminante de Fisher . . . . . . . . . ... ... ....

Classificacido de Imagens e Texturas - Estudos Relacionados . . . . . . .

OBJETIVOS . . . . it e e e e e e it e et e
Objetivos Gerais . . . . . . . . . ... ... ...
Objetivos Especificos . . . . . . ... ... ... ... ... ... ...

MATERIAISE METODOS . . . . ottt ettt e e e e eee e
O Ferramental . . . . . ... ... ... ... ... . . . ..
As Amostras - Obtencao e Pré-Processamento . . . . . . . .. ... ...
O Processamento das Ameostras . . . . . .. .. ... ... ... ... ..
A Transformacdo de Fourier . . . . . . . . . .. ... ... ........
A Transformacdo de Hotelling - ou a Andlise por Componentes Principais
A Classificacdo . . . . . . . . ... ... ... o
Experimentos Preliminares . . . . . . . . .. ... ... ... .......
Execucgdo do Modelo no Conjunto Completo . . . . . . ... ... ....
Cdlculo de Acuracia . . . . . . .. .. ... ... ... ... ... ...,

O Computador . . . . . . . . . . . . . ...

RESULTADOSEDISCUSSOES . .. ........... ...,
Resultados dos Experimentos Preliminares . . . . . ... ... ... ..
Experimentagdo com 10 Componentes Principais . . . . . . .. ... ...
Experimentando com 30 Componentes Principais . . . . . . . ... ...
Utilizagdo de Todos os 30 Componentes Principais na Classificagdo

Execugdo do Modelo Através da Pré-sele¢dao dos Componentes Principais .

Resultados Sobre o Conjunto Completo de Dados . . . . . . . ... ...
CONCLUSAO E TRABALHOSFUTUROS . . . . .. ... vv ...

REFERENCIAS . . i vt e e e e e e e e e e e e e e e e e e e e



A.l
A.l.1
A.1.2
A2

APENDICE A — LISTAGEMDECODIGO . . ............. 57

Definicoes Prévias - Funcoes e Classes . . . . . . . ... ... ...... 57
Pré-Processamento das Imagens . . . . . . . .. ... ... ........ 57
Processamento das Imagens . . . . . . . .. ... ... ... ....... 59

Execucio do Codigo - Estruturandoos Dados . . . . . . . ... ... .. 61



17

1 INTRODUCAO

Os sistemas informacionais da contemporaneidade sdo capazes de identificar, reco-
nhecer, predizer e simular padrdes e acontecimentos que ocorrem de maneira analogica na natu-
reza, possibilitando ao ser humano a capacidade de analisar elementos que, em outro momento,
passariam despercebidos pelos nossos sensores em diversas aplicacdes, tais quais militares, bi-
ométricas ou médicas (KWON; DER; NASRABADI, 2005).

Dessa forma, ¢ natural que enderecemos essas novas tecnologias para a resolucao
de problemas que recorrem na literatura. Um dos problemas que podem ser enderegados por tal
ferramental computacional ¢ o problema de classificagdo de imagens.

A classificagdo de madeiras toma um papel importante em diversas atividades que
podem incluir desde o estudo do desenvolvimento dos ecossistemas e dos organismos seguindo
até a pericia criminal, quando existe a necessidade de identificar fragmentos de madeira em cenas
de crime ou investigar casos de fraude de comercializacio de espécies florestais (ABRAHAO
et al., 2008).

A analise pericial dos elementos florestais, ainda de acordo com Abrahao et al.
(2008), requer recursos humanos que sdo, de certa forma, escassos. Naturalmente o procedi-
mento de pericia exige um individuo capacitado no reconhecimento das espécies, sendo que a
formacao deste profissional requer treinamento altamente especializado e a pratica recorrente
para que seja efetivo (ABRAHAO et al., 2008). Além dos obstaculos referentes a formacio
do recurso humano competente para tal tarefa, os proprios processos tradicionais de obtengao
de informagdes anatomicas de espécies florestais demandam tempo e contam com praticas que
podem envolver processos invasivos de extragio de amostras (ABRAHAO et al., 2008). No
mais, a pratica contempla a analise do espécime como um todo, levando em conta varias outras
caracteristicas como o tipo de ramificagdo ou o tipo de folha, se produz flor, frutos e sementes
(JUNIOR, 2012).

Levando em consideragdo as intempéries que se colocam nesse processo de estudo
de obtengao de informagdes, a existéncia de uma ferramenta computacional que facilite tal pra-
tica se mostra promissora a ser bem recebida.

Posto este problema presente na literatura, conseguimos delimitar o escopo de sua
resolucdo, que ¢ a utilizagao de técnicas de visao artificial e analise de dados para classificar es-

pécies de arvores através de descritores anatomicos de textura obtidos por imagens tradicionais.
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2 REVISAO DA LITERATURA

A tecnologia de andlise e extragdo de informagao a partir de dados ndo estruturados
¢ uma tecnologia emergente em diferentes campos do conhecimento, como a mineragao de texto,
reconhecimento de padrdes de repeticao e no caso deste trabalho, reconhecimento de imagem
através de técnicas de visdo artificial. Grandes volumes de texto em uma base de dados de arti-
gos ou pixels distribuidos em um arquivo de imagem sao exemplos de dados ndo estruturados.
Eles se tornam estruturados quando passam por técnicas de processamento que possibilitam que
sejam classificados, categorizados, quantificados e qualificados, de forma a obter uma informa-
¢do bem definida a partir deste conjunto (JAHNE; HAUSSECKER; GEISSLER, 1999).

Sendo assim, procurou-se enderecar uma solugdo ao problema de classificagao de
espécies florestais através de arquivos de imagem tradicionais. Em termos mais abrangentes,
se trata de um problema de classificagdo de imagem a partir de varidveis descritoras, tema que
possui diversos estudos na literatura. Neste capitulo, revisaremos os estudos que fornecem a

base teodrica para este trabalho do mais amplo ao mais especifico, afunilando o nosso escopo.
2.1 Variaveis Descritoras Na Analise de Imagens - Descritores de Imagens

Os estudos nos quais este trabalho se apoia iniciam-se no inicio do século XX, com
destaque no campo da biologia. E importante notar que o contexto da época favorecia uma certa
ideia de que o universo era regido através de leis matematicas, posto que através dos séculos
XVIII e XIX a ciéncia abandonava o seu carater obscurantista e abracava a abordagem metodica.
Com novos estudos emergentes no século XX, e através do entendimento que as razoes fisicas e
quimicas poderiam ser definidas através de modelos matematicos precisos, surgiram questiona-
mentos sobre leis matematicas que definissem também os organismos. Logo, € razoavel afirmar
que as motivacdes para tais estudos era a ideia de que existia uma determinagao matematica nao
sO para a mecanica e a cinematica, mas também para caracteres biologicos e anatdmicos.

Destaca-se entre estes estudos o matematico e bidlgo Fisher (1936), cuja sua pu-
blicagdo "The Use of Multiple Measurements in Taxonomic Problems” descreve o processo de
diferenciar duas espécies botanicas através de caracteres fisicos.

Uma vez determinados quais os caracteres fisicos a serem avaliados, a ideia era de-
terminar uma func¢do linear que maximizasse a taxa da diferenga entre as médias pelo desvio
padrdo de cada um desses caracteres entre as espécies (FISHER, 1936). Tal abordagem recebeu
o nome de Andlise Discriminante Linear de Fisher, acabando por se tornar um modelo para re-
solucao de problemas em classificacdo. O que Fisher (1936) chamou de “measurements”, ou
seja, as medidas das sépalas e pétalas agora sdo chamadas de variaveis descritoras, uma vez
que o modelo pode ser aplicado em problemas de diferentes naturezas. O advento da compu-
tagdao proporcionou ainda mais aparato para calculos ainda mais complexos € com ainda mais

variaveis.
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O problema abordado neste trabalho é essencialmente a classificacdo de imagens,
logo devemos focar em obter descritores de imagem, ou seja, dados quantificados que possam
descrever ou prover informagao sensivel para a discriminagao das amostras.

Descritores de imagem, por sua vez, podem ser obtidos de diferentes maneiras a
depender da natureza do objetivo, tais como reconhecimento de texturas, identificagdo de ob-
jetos, classificagao de objetos similares e comparagao entre imagens (MIKOLAJCZYK; SCH-
MID, 2005). Da mesma forma, o relacionamento entre formas geograficas identificadas em uma
imagem podem ser utilizados para descrever o contexto geral, gerando um ‘output’ linguistico
(ELLIOTT; KELLER, 2013).

2.2 Obtencao de Variaveis Descritoras - Estudos Relacionados

Em termos gerais, problemas de classificagdao utilizam modelos matematicos que,
dado um certo conjunto de amostras, estas sdo agrupadas e categorizadas. Esta discriminagao
¢ possivel através do processamento das “’variaveis descritoras”, que como o nome sugere, des-
creve cada elemento deste grupo. Utilizando técnicas de classificacdo € possivel discriminar as
variaveis descritoras de diversas amostras e agrupar os valores semelhantes para classificar os
dados conforme sua categorizacao.

Jahne, Haussecker e Geissler (1999) comentam que a tarefa de classificacdo, em
termos gerais, ¢ relativamente simples: pega-se variaveis independentes apropriadas, monta-se
uma matriz de dados e aplica-se o modelo classificador. Quando se trata de imagens, porém, as
informagdes desejadas estdo espacialmente distribuidas em uma matriz de dados, que por sua
vez, podem ser extensas.

Uma das tratativas que existe nessa area entdo ¢ a dimensionalidade. Utilizar as pro-
prias imagens como entrada para os algoritmos se torna inviavel, uma vez que dimensionalidade
espacial da entrada se torna grande demais para que seja computada em tempo habil (JAHNE;
HAUSSECKER; GEISSLER, 1999).

Nesse sentido, os estudos se direcionam para o campo do processamento de sinais,
uma area emergente no campo das engenharias (BOW, 2002), possuindo forte carater interdis-
ciplinar JAHNE; HAUSSECKER; GEISSLER, 1999), aliando-se principalmente aos recursos
da computagdo.

Uma técnica de processamento de imagens recorrente dentre o material encontrado ¢
a Transformada de Fourier, cujo objetivo ¢ transformar os dados entrada e mové-los do dominio
espacial para o dominio das frequéncias (BOW, 2002). Podemos encontrar meng¢des da Trans-
formada feitas por Gonzalez, Woods et al. (2002) e por Jihne, Haussecker e Geissler (1999).

Outra transformagao presente na literatura sao as Wavelets de Gabor, que tal qual
descreve Jihne, Haussecker e Geissler (1999) sdo utilizadas para obter descritores ao extrair
certos comprimentos de onda e suas orientacdes dado que seja especificado uma largura de
banda.
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Escolheu-se trabalhar com a Transformada de Fourier pela natureza simétrica de
sua fungao e pela sua versatilidade e praticidade, além de sua 6tima aplicabilidade no reconheci-
mento de padrdes conforme diz Gonzalez, Woods ef al. (2002). A existéncia da Transformada
Répida de Fourier, que foi o algoritmo utilizado nesse trabalho, permite uma execugao ainda
mais veloz das transformadas, ainda mais quando se trata o problema de maneira unidimensi-
onal. Velocidade e praticidade sdo recursos fundamentais quando se pensa na ferramenta pelo

escopo das aplicacdes moveis.
2.2.1 Transformada de Fourier Como Descritor de Textura

Pode-se considerar, conforme consta em Gonzalez, Woods ef al. (2002), as imagens
digitais como matrizes de pixels de dimensdes M x N, em que cada pixe/ armazena um valor de
intensidade referente aos canais de cores para compor a figura. Novamente conforme Gonzalez,
Woods et al. (2002), se tomarmos entdo f(x,)) como uma imagem f de tamanho M x N, tal que
x={0123,..,M-1}ey=1{0123,.., N-1}, obtemos a Transformada Discreta de Fourier de f

denominada F' = {u,v}, onde:
M—1N—
Z Z X y e —j2n(ux/M+vy/N) (1)

A literatura apresenta algoritmos ja implementados para obter uma Transformada
Discreta de Fourier em vetores bidimensionais, como o Fast Fourier Transform (ou Transfor-
mada Rapida de Fourier), sendo possivel executar a transformada tendo um arquivo de imagem
MxN como entrada, assim como computar o seu espectro de Fourier, que ¢ de grande interesse
para os fins do presente trabalho.

Gonzalez, Woods et al. (2002) lembra que as medidas espectrais de texturas basea-
das no espectro de Fourier sao ideais para a identificagao de padroes de repeticao em texturas,
além de discriminar padrdes periddicos dos nao periodicos, possibilitando ainda a quantificagao
das diferencas destes padroes.

Com o intuito de simplificar a interpretacao dos descritores fornecidos pelo espectro
de Fourier, tanto Gonzalez, Woods et al. (2002) quanto Li, Zhang e Xu (2002) sugerem expressa-
lo em coordenadas polares de forma a obtermos uma fungao S(7 0), tal que S seja a funcao para
obter o espectro e » ¢ 6 sejam as coordenadas do sistema. Isso permite que interpretemos o
espectro como duas fungdes unidimensionais S,(0) e Sg(r).

Dessa forma, ao fixarmos o valor de 6 e variarmos o valor de » em Sg(r) obtemos
o comportamento do espectro em uma dire¢ao radial em relacdo a origem. Fixando o valor de
em S,(0) e variando 6, obtemos um comportamento circular concéntrico a origem.

Ao integralizar essas duas fun¢des na forma:

S(r) =Y Se(r) )
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5(6) =) 5.(6) (3)

Tal que Ry ¢ o raio de uma circunferéncia cujo centro € a origem, obtemos descritores
globais. Sendo assim, o resultado destas duas equacdes correspondem a um par de valores
[S(r),S(6)] para cada par de coordenadas (r,0). Quando variamos estes valores, obtemos as
funcdes unidimensionais que descrevem a textura de uma imagem inteira ou de uma regido
especifica. E possivel entdo computar varidveis descritoras a partir dessas fun¢des, como a
localizagdo do valor méximo, a média e a variancia das variacdes axiais e de amplitude, assim
como a distdncia da média para o valor maximo da funcdo (GONZALEZ; WOODS et al., 2002).

A analise de Fourier também ¢ citada como um meio de se obter descritores de textu-
ras por Jahne, Haussecker e Geissler (1999), quando afirma que os valores de energia calculados
a partir de diferentes regides do espectro de poténcia das analises de Fourier provém um meio
de obter tais descritores. Na Figuras 1 e 2 estdo ilustrados exemplos de espectros de Fourier

bidimensionais gerados a partir de uma entrada visual.

Figura 1 — Representacio visual do espectro bidimensional obtido apés a computacio da Transfor-
mada de Fourier bidimensional sobre a imagem de entrada
Espectro de Saida

Imagem de Entrada

Fonte: Compilagdo do autor.!

A imagem do elmo medieval (neste caso, um bacinete) foi obtida via www.rautaportti.fi

2 A imagem do papel de parede foi obtida via www.pinterest.com
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Figura 2 — Representacio visual do espectro bidimensional obtido, nesse caso demonstrando peri-
odicidade no espectro devido ao padriao da imagem

Espectro de Saida

e Entrada

.'I =
100 4,

200 4,

Fonte: Compilagdo do autor.”

2.2.2 Analise por Componentes Principais

Jahne, Haussecker e Geissler (1999) comenta que um dos problemas atrelados a
tarefa de processar imagens ¢ a dimensionalidade, logo transformar os dados se torna necessario.
A primeira transformacao consistiu em transpor as imagens de seu dominio espacial para o
dominio das frequéncias. A proxima transformacgao consistiu em reduzir a dimensionalidade da
propria transformada, agrupada em componentes principais.

A Analise por Componentes Principais (ou Transformada de Hotelling) ¢ uma téc-
nica estatistica originalmente criada para reduzir a dimensionalidade de um problema, de forma
a agrupar variaveis que apresentem certo nivel de correlagdo em novas variaveis denominadas
componentes principais (ABRAHAO, 2005). Estes componentes principais, por sua vez, con-
servam a variancia dos descritores e sdo ordenados de forma decrescente. Desta maneira, os
primeiros componentes principais concentram os maiores valores da variancia.

Abrahdo (2005) comenta que a andlise por componentes principais se faz muito
util quando, supondo um modelo com p varidveis independentes e n amostras, o numero de
variaveis independentes p ¢ maior do que o numero de amostras #n do modelo. Neste caso, a
reducgdo das variaveis independentes p tornaria o modelo mais conciso e poderia reduzir o erro
da predi¢dao. Contudo vale notar que algumas nuances podem ser sobrescrevidas nesse processo
de agrupamento.

Tal técnica de reducao de dimensionalidade também ¢ comentada em Journaux et al.
(2008) quando foi utilizada em um mesmo problema de classificagdo de texturas. No trabalho,
Journaux et al. (2008) discute que outros métodos ndo lineares tal qual o Laplacian Eigenmaps
e 0 K-Isomap apresentam melhores resultados, ainda que a Anélise por Componentes Principais
represente um bom custo e beneficio computacional por se tratar de um método linear.

Escolheu-se utilizar a analise por componentes principais para reduzir a dimensiona-

lidade do output da transformagdo de Fourier e aproveitar seu baixo custo computacional, uma
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vez que conforme ¢ discutido na Secdo 4.3, apds o processamento da amostra totalizaram-se

setecentas e cinquenta (750) varidveis independentes no modelo.
2.3 Métodos de Classificaciao

A extragdo de descritores de texturas ¢ apenas uma etapa do processo, uma vez que
estes descritores ainda precisam ser submetidos a avaliacdo de um modelo classificador. Nesse

sentido, Tzanakou (2017) faz uma revisao sobre tais modelos.
2.3.1 Aprendizado Supervisionado ou Ndo Supervisionado

Antes de prosseguir com os demais modelos, ¢ importante notar que primariamente
¢ possivel fazer uma clivagem dos métodos classificadores em dois grupos: os que funcionam
a partir do aprendizado supervisionado e os que funcionam através de aprendizagem nado super-
visionado. O aprendizado supervisionado consiste em treinar o modelo alimentando tanto as
variaveis descritoras quanto a classificacdo para que o modelo faga associagdes entre os pares
classe-descritores (DONALEK, 2011). Ja os métodos nao supervisionados alimentam o modelo
apenas com as variaveis descritoras, sendo que a criagao das classes parte do proprio algoritmo
(DONALEK, 2011). Como as espécies de arvores em sua grande parte ja sdo devidamente ca-
talogadas, em um sentido pratico escolheu-se utilizar um classificador baseado em aprendizado

supervisionado.
2.3.2 Anadlise Linear Discriminante de Fisher

Dentre os classificadores, foi escolhido para o trabalho a Anélise Linear Discrimi-
nante de Fisher, cuja funcdo ¢ basicamente descritiva e possui uma capacidade intrinsecamente
exploratoria (TZANAKOU, 2017).

O modelo consiste em encontrar uma fungdo que maximize a variancia entre as
diferentes classes e minimize a diferenca entre os individuos de uma mesma classe, que em lin-
guagem matematica significaria maximizar a propor¢ao entre estas duas variancias (LI; WANG,
2014).

Ainda de acordo com Li e Wang (2014), supondo que temos uma amostra com # in-
dividuos onde eles estdo distribuidos entre duas classes C e C;, logo a variancia entre individuos

de uma mesma classe ¢ definida por:

uAl —MAQ = QT(MQ —ul) (4)

Da mesma forma, a variancia entre as classes C; ¢ definida por Li e Wang (2014)

como.
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$i=Y () —@)? ondek=1.2. (5)

i€Cy

E assim obtém-se a fun¢do objetivo:

(b — iy )?

O e

(6)
2.4 Classificacao de Imagens e Texturas - Estudos Relacionados

Presente na literatura encontramos trabalhos destinados ao reconhecimento de ima-
gens, dentre os quais alguns se utilizam das técnicas que também foram utilizadas neste traba-
lho. Journaux et al. (2008) usa Descritores de Fourier Generalizados aliados a fun¢des redutoras
de dimensionalidade para realizar a classificagdo de diferentes tipos de texturas (como o solo,
tecidos, madeira), assim como para categorizar a textura de seis classes de folhas através de
aprendizado supervisionado.

Da mesma forma, Li, Zhang e Xu (2002) utiliza a Transformada de Fourier para
classificar impressoes digitais em processos de reconhecimento biométrico. Também utiliza a
transformada de Fourier Singh, Gupta e Gupta (2010), além de utilizar a Anélise de Componen-
tes principais para reduzir a dimensionalidade do problema de classificar folhas através do seu
formato.

Em um trabalho mais recente, Boudra, Yahiaoui e Behloul (2022) apresentam um
descritor de textura novo e desenvolvido por seu time para realizar justamente a classificacdo
de espécies de arvores baseadas em suas cascas, batizando-o de multi-scale Statistical Macro
Binary Pattern. No entanto, utilizou Redes Neurais Convolucionais para tratar as variaveis

descritoras e realizar a classificacao.
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3 OBJETIVOS

Neste capitulo abordaremos os objetivos, partindo dos objetivos mais abrangentes

para os objetivos mais especificos.
3.1 Objetivos Gerais

Como objetivos gerais tém-se a tarefa de verificar uma correlagdo numérica entre as
frequéncias dos espectros de texturas das imagens das cascas, assim como estudar essa correla-

¢do para que seja possivel efetuar a classificagao através de um modelo estatistico-matematico.
3.2 Objetivos Especificos

Os objetivos especificos, por sua vez, sdo compreendidos entre os seguintes:
* Processar as imagens através da transformada de Fourier;
 Estruturar e processar os dados extraidos através da transformada de maneira que seja
possivel obter variaveis descritoras;
» Submeter os dados a analise linear discriminante de Fisher;

» Obter e discutir os resultados da classificacao.
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4 MATERIAIS E METODOS

O presente capitulo busca langar luz sobre quais as ferramentas foram utilizadas
no processo de desenvolvimento deste trabalho, assim como discorrer sobre as amostras e 0s
métodos utilizados para analisa-las. O fluxograma ilustrado pela Figura 3 demonstra de forma
resumida e consolidada o processo de execugdo deste trabalho. A descricdo mais detalhada se

inicia na Secao 4.2.

Figura 3 — Fluxograma representando as etapas envolvidas no processamento dos dados

Entrada dos dados brutos. Armazenamento / \
das imagens na memoria principal.
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Fonte: Elaborada pelo autor.

4.1 O Ferramental

Para o desenvolvimento dos experimentos utilizou-se o Jupyter Notebook disponi-
bilizado por Kluyver ef al. (2016), que permite a execucdo de programas em Python 3 disponi-
bilizado por Rossum e Drake (2009). Tais ferramentas permitiram construir o modelo desde o
carregamento dos dados até o processamento utilizando a Transformada de Fourier e a predigao
através da Andlise Linear Discriminante de Fisher. A listagem completa dos cdodigos, assim

como as demais bibliotecas usadas, estao presentes no Apéndice A.
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A escolha de se usar Jupyter Notebook em um ambiente Python ¢ justificada pela pra-
ticidade de execu¢do dos Notebooks em um navegador Web, pelas funcionalidades especificas
do Jupyter que facilitam a tarefa de processar dados e pela extensa documentagao e implemen-
tacdo de fungdes no Python, que abarcaram todas as necessidades do projeto.

Da mesma forma, a escolha de se usar a Transformada de Fourier se dé pela rapidez
do processamento no momento de se obter as transformadas e pela facilidade do manejo das
amostras quando elas estdo no campo das frequéncias ao invés de estarem no campo espacial.
Ao pensarmos em uma ferramenta de classificagdo de imagens pelo prisma de um servigo, a
velocidade a com que o sistema apresenta resultados e a otimizagao dos recursos utilizados ¢
crucial para o seu éxito.

Quanto a analise discriminante de Fisher, sua escolha se baseia na sua robustez,
velocidade, praticidade e ampla documentagao - caracteristicas desejadas para as necessidades

deste Trabalho de Conclusao de Curso.
4.2 As Amostras - Obtencao e Pré-Processamento

Para desenvolver o trabalho foram colhidas amostras a fim de alimentar o modelo.
Essas amostras nada mais sdo que capturas fotograficas das cascas de 15 diferentes espécies
arboreas presentes no Cerrado Mineiro. A Figura 4 apresenta um quadro contendo imagens de
um individuo representante de cada espécie analisada no trabalho.!

Para cada espécie foram fotografados 3 individuos em distancias de 30, 60 e 90
centimetros. Os individuos foram fotografados ao ar livre durante uma expedi¢ao de campo uti-
lizando uma camera digital de 5.0 megapixels. Ao todo, foi possivel pré-selecionar 794 amostras
para uso. Cada fotografia entdo foi pré-processada da seguinte forma: a primeira transformagao
carrega as imagens, ao passo que as redimensiona para um formato padrao (500x500 pixels), e a
segunda se trata de transformar todas as imagens coloridas no padrdo RGB para escala de cinza.
Na Figura 5, que ilustra as amostras pré-processadas, as imagens ndo estao necessariamente em
cinza, mas sim em uma escala monocromatica cuja matiz esverdeada facilita a visualiza¢ao do
contraste por olhos humanos. Para a maquina, que so6 interpreta o valor atribuido a cada pixel,
nao importa qual ¢ a matiz, desde que seja monocromatica.

Apesar da informacao colorimétrica das imagens ser perdida (que também poderia
servir de descritor no momento de classificacdo), a escala de cinza se fez necessaria uma vez
que reduziu a dimensionalidade do problema, posto que seria necessario transformar cada canal
de cor (RGB) presente no pixel. Transformar em escalas de cinza entdo faz com que o pro-

cessamento seja apenas sobre um canal de cor, e ndo sobre trés. Para tal, utilizou-se a classe

' As imagens estdo enumeradas conforme a sequéncia: I -Agonandra brasiliensis; 2 - Annona crassiflora; 3 -

Bowdichia virgilioides; 4 - Diospyros burchelli; 5 - Erythroxylum suberosum; 6 - Himatanthus obovatus; 7 -
Kielmeyera coriacea; 8 - Magonia pubescens; 9 - Pera obovata; 10 - Pouteria ramiflora; 11 - Pouteria torta,
12 - Roupala montana; 13 - Salvertia convalariodora; 14 - Vataeria macrocarpa; 15 - Xylopia aromatica.
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Figura 4 — Quadro contendo um individuo de cada espécie an
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Fonte: Elaborada pelo autor.

RGB2GrayTransformer presente na biblioteca skimage - conforme Walt et al. (2014) - para
Python.

Cada imagem entdo, apos ser redimensionada e transformada em escala de cinza, foi
armazenada em um arquivo de extensdo ”.PKL”, o qual permitiu armazenar séries de imagens.
Neste momento entdo foi criada a primeira matriz de dados do experimento, com trés colunas e

794 linhas, cuja representacao esquematica ¢ encontrada na Tabela 1. As trés colunas referem-
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Figura 5 — Amostras apos o pré-processamento
_ _ :

» 0
20 48 0
00 0

400

o 100 200 300 40i

Fonte: Elaborada pelo autor.

se, respectivamente, a classificagdo do individuo (ou seja, sua espécie), ao nome do arquivo e

ao proprio arquivo de imagem. As linhas, por sua vez, referem-se a cada individuo da amostra.

Tabela 1 — Representaciio esquematica da matriz de dados contendo as imagens das cascas

Classificacdo Nome do Arquivo Arquivo de Imagem
Amostra; Nome da Espécie arquivo; imagem;
Amostra, Nome da Espécie arquivo, imagem,
Amostra, Nome da Espécie arquivo, imagem,,

Fonte: Elaborada pelo autor.

Ap0s as imagens devidamente pré-processadas, classificadas e armazenadas em uma
série, seguiu-se para o processamento de fato. Devido as limitagdes computacionais no que
tange a memoria do sistema utilizado para o processamento dos dados, tal tarefa foi feita de
maneira particionada. Dessa forma, ao invés de carregar todas as imagens de uma s6 vez dentro
do modelo para serem processadas, os arquivos foram divididos em trés lotes, gerando trés

dataframes que foram posteriormente concatenados.
4.3 O Processamento das Amostras

Na presente se¢do ¢ discutido o método para realizar o processamento das amostras,

ou seja, obter os espectros de Fourier das imagens.
4.3.1 A Transformacdo de Fourier

O processamento das imagens se deu inicio através da Transformada de Fourier.
Quando um sinal ¢ transformado, o produto ¢ um espectro de frequéncias simétrico em relagao
a origem, tal que uma parte € composta por nimeros reais e a outra imaginarios (GONZALEZ;
WOODS et al., 2002). No caso deste trabalho, computou-se apenas a parte real. Para tal, foi
utilizada a funcdo rfft disponivel na biblioteca SciPy para Python. Também nao foram calculados
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espectros bidimensionais levando em conta toda a imagem, mas sim espectros unidimensionais
obtidos através da transformagdo de suas linhas.

A transformada entdo foi aplicada de trés maneiras diferentes:

* Nas linhas do eixo horizontal da imagem;
* Nas linhas do eixo vertical;
* Nas duas diagonais da imagem:;

Tem-se que uma imagem, conforme Gonzalez, Woods et al. (2002), pode ser uma
matriz de dados MxN, tal que M é o numero de pixels no eixo horizontal ¢ N o numero de
pixels no eixo vertical. As imagens foram redimensionadas para a proporc¢ao de 500x500, logo
¢ possivel transformar e obter, no maximo, os espectros das 500 linhas verticais e das 500 linhas
horizontais. Neste caso, os espectros foram computados através da transformacao de 100 linhas
de cada eixo, e através destes geramos um espectro médio para o eixo vertical e outro para o eixo
horizontal. Tendo computado os espectros médios dos eixos vertical e horizontal, computou-se
também os espectros das duas diagonais e a partir destes gerou-se um espectro diagonal médio.

Cada espectro médio de frequéncia possuia duzentas e cinquenta (250) frequéncias.
Se fora calculado um espectro médio para trés eixos na imagem, logo cada amostra contava com
setecentos e cinquenta (750) variaveis independentes.

Dessa forma, foi construida a matriz de dados concatenando no eixo horizontal os
resultados dos espectros médios horizontais, verticais ¢ diagonais. Cada frequéncia pode ser
considerada uma variavel descritora da textura de cada imagem. A Tabela 2 traz a representagao

esquematica do conjunto de dados obtido através das transformadas.

Tabela 2 — Representacdo esquematica da matriz de dados contendo as frequéncias dos espectros
médios gerados

Classificagao Frequéncia; Frequéncia, Frequénciaz ... Frequéncia,
Amostra; Nome da Espécie
Amostra; Nome da Espécie

Amostra, Nome da Espécie

Fonte: Elaborada pelo autor.

4.3.2 A Transformacdo de Hotelling - ou a Andlise por Componentes Principais

Como ja discutido na Secao 2, a Transformada de Hotelling (também conhecida
como Analise por Componentes Principais) tem em uma de suas aplicabilidades a redugdo da
dimensionalidade do problema.

Levando em conta que o espectro médio do eixo horizontal e do eixo vertical pos-

suem 250 frequéncias, obteve-se uma matriz 750 colunas, contando também o espectro diagonal.
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A analise por componentes principais entdo foi capaz de reduzir a dimensionalidade
do problema ao quantificar a relacdo entre as varidveis descritoras e traduzi-las através dos
Componentes Principais.

Antes de realizar a transformada de Hotelling, padronizou-se (ou normalizou-se) os
dados através da classe StandardScaler() presente na biblioteca Sklearn conforme Pedregosa
et al. (2011). A ’padronizacao’ ¢ um passo importante pois a analise por Componentes Princi-
pais visa maximizar a variancia que ¢ percebida nas varidveis para estabelecer uma correlagao.
Sem a normalizagdo, o algoritmo pode ignorar variancias inferiores e supervalorizar variancias
superiores, enviesando a constru¢do dos Componentes.

Finalmente entdo construiu-se a matriz de dados que foi utilizada pelo modelo, com-
posta pelos componentes principais obtidos através das transformadas, cuja representacao esque-
matica esta representada na Tabela 3. No caso deste estudo, utilizou-se a classe PCA(), disponi-

vel na biblioteca Sklearn conforme Pedregosa et al. (2011).

Tabela 3 — Representaciio esquematica da matriz de dados, agora com os componentes principais
(componentes principais)
Classificagao PC; PC, PCs; .. PC,
Amostra; Nome da Espécie
Amostra; Nome da Espécie

Amostra, Nome da Espécie

Fonte: Elaborada pelo autor.

A analise por componentes principais conforme ¢ implementada no Python permite
que seja determinado o nimero de componentes que serdo gerados apos a execucdo da trans-
formacao. Para este estudo foram gerados 10 componentes principais para cada espectro médio
(horizontal, vertical e diagonal), gerando ao todo 30 componentes que serviram como variaveis

descritoras no momento da classificacao.
4.4 A Classificacao

A seguinte secdo aborda os métodos para a realiza¢do da classificagdo durante a

execucgdo dos experimentos neste trabalho.
4.4.1 Experimentos Preliminares

Assim como a transformada de Fourier e a Analise de Componentes Principais, o
algoritmo da Andlise Linear Discriminante de Fisher também ja estd implementanda nas bibli-
otecas do Python. Sendo assim, utilizou-se a classe LinearDiscriminantAnalysis, disponivel na
biblioteca Sklearn conforme Pedregosa et al. (2011). Vale notar que o tipo de modelo utilizado

para este problema de classificagdo consiste em aprendizado supervisionado.
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Em um primeiro momento, foi feita a classificacdo com apenas 6 espécies (aproxi-
madamente metade do conjunto de dados): Agonandra brasiliensis, Annona crassiflora, Bowdi-
chia virgilioides, Diospyros burchelli, Evythroxylum suberosum e Himatanthus obovatus. Esta
primeira analise consistiu de 315 individuos compreendidos entre as espécies citadas.

No momento da decomposicao das frequéncias em componentes principais, foram
adotadas duas diferentes estratégias:

* Primeiro obteve-se 10 componentes principais levando em conta todas as frequéncias de
todos os espectros médios - ou seja, decompomos as frequéncias dos espectros médios
das direcdes horizontais, verticais e das diagonais.

* Segundo obteve-se 30 componentes principais, tal que cada espectro médio referente a
cada dire¢do foi decomposto em 10 componentes. Uma vez que temos trés espectros
médios (horizontal, vertical e diagonal), acabamos com 30 componentes.

Em ambas as abordagens dividiu-se o conjunto de dados em dois subconjuntos: o
subconjunto de treino e o subconjunto de teste. A proporcao usada na divisao foi de 80% dos
dados destinados ao treinamento e 20% destinados ao teste de predi¢ao propriamente dito, sendo
que cada individuo foi alocado aleatoriamente em cada subgrupo.

Para a abordagem que agrupa todos os espectros em 10 componentes principais, fo-
ram repetidas 10 iteragdes do modelo com diferentes arranjos entre conjunto de treino e conjunto
de teste, obtendo uma acuracia média do modelo. Da mesma forma foi feito com o conjunto
de dados cujas frequéncias foram decompostas em componentes principais de acordo com a
direcdo em que a transformada foi executada.

Além disso, no que tange o conjunto de dados que contém os 30 componentes princi-
pais, foram feitas experimentagdes no sentido de pré-selecionar os componentes desejados, a fim
de compreender quais componentes conseguem ser descritores mais eficientes € que conservam
menor quantidade de ruido.

Ap0s ser possivel verificar a validade do modelo em um problema reduzido, deu-se

0 prosseguimento para as experimentagdes no conjunto de dados completo.
4.4.2 Execucgdo do Modelo no Conjunto Completo

Para a execucdo do conjunto completo foi utilizado o0 mesmo método: primeiro
decompde-se todas as frequéncias, independente da sua direcdo, em 10 componentes principais.
Depois foi estruturado outro conjunto de dados onde obteve-se 30 componentes (10 para cada
direcdo).

Em ambos os casos os individuos foram arranjados aleatoriamente entre os conjun-
tos de treino e de teste, mantendo a proporcao de 80% e 20%, respectivamente. Em ambos os
casos foram feitas iteracdes com novos arranjos para o calculo de acurdcia média para aquele
conjunto de dados.

Da mesma forma, no conjunto de dados que possui 30 componentes principais, estes

foram também selecionados previamente tanto para a redu¢ao de dimensionalidade quanto para
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testar a contribuicdo dos componentes para a acuracia do modelo. Os resultados obtidos serdao

apresentados e discutidos na segao 5.
4.4.3 Cilculo de Acurdcia

O célculo de acuracia foi obtido através da razdo entre as previsdes corretas da ma-

quina sobre o conjunto total de dados a serem previstos.
4.4.4 O Computador

Toda a execucao do programa se deu em um sistema operacional Windows 10 utili-

zando 16 gigabytes de memoéria RAM e um processador i3-10100F.
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5 RESULTADOS E DISCUSSOES

Nesta sec¢do sdo avaliados os resultados dos experimentos preliminares assim como
aqueles que foram obtidos com o conjunto de dados completo, além de discuti-los e fazer con-

sideracdes acerca do que foi trabalhado neste estudo.
5.1 Resultados dos Experimentos Preliminares

Conforme descrito na Secao 4.4.1, antes de prosseguir com a classificacao do con-
junto completo de dados, experimentos preliminares foram realizados a fim de explorar o mo-
delo em um conjunto menor e mais facilmente manipuldvel.

Também fora descrito que o conjunto de dados com os espectros de frequéncia fo-
ram decompostos em dois conjuntos diferentes: um que agrupava todas as frequéncias em 10
componentes principais € outro cujos componentes foram computados levando em conta as di-
regcdes em que os espectros foram obtidos, totalizando 30 componentes principais. Dessa forma,

cada um dos casos sera discutido separadamente.
5.1.1 Experimentagdo com 10 Componentes Principais

Os experimentos preliminares se deram com apenas 6 espécies, totalizando 315 in-
dividuos na amostra. A amostra foi dividida numa proporcao tal que 20% dos registros (63
individuos) ficaram reservados para testes e 80% (252 individuos) para o conjunto de treina-
mento do modelo. Entdo o modelo foi iterado por 10 vezes, variando o arranjo dos individuos
presentes no conjunto de teste e de treino. Os resultados das 10 iteracdes estdo descritos na
Tabela 4.

Tabela 4 — Acuracia média do modelo na classificacio de 6 espécies utilizando 10 Componentes

Principais

Iteracao Acuracia Observada
1? 87,30%

24 85,71%

32 82,53%

4% 84,12%

5% 76,19%

6" 80,95%

7 73,01%

8? 79,36%

9 88,88%

10 90,47%

Acuracia Média 82,85% Desvio Padrao +5,58%

Fonte: Elaborada pelo autor.
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E possivel verificar através do grafico de dispersdo da primeira iteragao, exibido
na Figura 6 que a classificacdo trouxe resultados satisfatorios e o agrupamento dos ’‘clusters’
possui relevante consisténcia, mas que certas espécies se encontram em areas nebulosas e foram

atribuidas erroneamente, como se observa na Figura 6.

Figura 6 — Grafico de dispersao ilustrando a classificacio resultante da primeira iteracio do mo-
delo com 6 espécies e 10 Componentes Principais

Agonandra_brasiliensis
Annona_crassiflora
Bowdichia_virgilicides
Diospyros_burchelli
Erythroxylum_suberosum
Himatanthus_obovatus

Fonte: Elaborado pelo autor.

E possivel averiguar que os individuos da espécie Agonandra brasiliensis foram
agrupados e classificados com notdvel precisdo, enquanto que os individuos da espécie Hima-
tanthis obovatus se encontram dispersos pelo modelo, erroneamente classificados entre outras
espécies. Na Tabela 5 encontra-se a previsao realizada pelo modelo e a classificagdo real do

individuo sujeito a previsao.

Tabela 5 — Matriz contendo os resultados obtidos através da previsio do modelo utilizando 6 espé-

cies e 10 componentes principais

Alvo Previsdo Acerto
Agonandra_brasiliensis Agonandra_brasiliensis TRUE
Agonandra_brasiliensis Agonandra_brasiliensis TRUE

Agonandra_brasiliensis Agonandra_brasiliensis TRUE



Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli

Erythroxylum_suberosum
Erythroxylum_suberosum

Erythroxylum_ suberosum

Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Bowdichia_virgilioides
Annona_crassiflora
Bowdichia_virgilioides
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Bowdichia_virgilioides
Bowdichia_virgilioides
Diospyros_burchelli
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli

TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
FALSE
TRUE
FALSE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
FALSE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE

Erythroxylum suberosum TRUE

Erythroxylum suberosum TRUE

Erythroxylum suberosum TRUE
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Erythroxylum_suberosum Erythroxylum_ suberosum TRUE
Erythroxylum_suberosum Erythroxylum_ suberosum TRUE
Erythroxylum_suberosum Erythroxylum_ suberosum TRUE
Erythroxylum_suberosum Erythroxylum_ suberosum TRUE
Erythroxylum_suberosum Erythroxylum_ suberosum TRUE
Erythroxylum suberosum Himatanthus obovatus FALSE
Erythroxylum suberosum Erythroxylum suberosum TRUE
Erythroxylum suberosum Erythroxylum suberosum TRUE
Erythroxylum suberosum Erythroxylum suberosum TRUE
Erythroxylum_suberosum Erythroxylum suberosum TRUE
Erythroxylum suberosum Erythroxylum suberosum TRUE

Himatanthus_obovatus Erythroxylum_suberosum FALSE

Himatanthus_obovatus Himatanthus obovatus TRUE

Himatanthus obovatus Diospyros_burchelli FALSE
Himatanthus obovatus Diospyros_burchelli FALSE
Himatanthus_obovatus Himatanthus_obovatus TRUE

Himatanthus obovatus Diospyros_burchelli FALSE

Himatanthus obovatus Himatanthus obovatus TRUE

Fonte: Elaborada pelo autor

Nota-se entdo, através da andlise do grafico na Figura 6 e da Tabela 4, que o mo-
delo teve a pior performance no momento de classificar os individuos da espécie Himatanthus

obovatus, confundindo-a com os individuos da espécie Diospyros burchelli.
5.1.2 Experimentando com 30 Componentes Principais

Ainda conforme descrito na Se¢do 4.4.1, em um segundo momento dos experimen-
tos preliminares foi utilizada a decomposi¢do em componentes principais através dos espectros
médios gerados para os eixos horizontais, verticais e diagonais das imagens.

Apos a obtengdo dos 30 componentes gerados, a primeira experimentagdo consistiu
em tentar classificar as espécies utilizando todos os componentes. A segunda experimentagdo
consistiu em pré-selecionar os componentes principais, de forma a manter somente aqueles que
possuissem informacao relevante para o modelo, evitando ruidos que possam comprometer a

classificagao.
5.1.2.1 Utilizagdo de Todos os 30 Componentes Principais na Classificag¢do

Para essa parte do experimento foi utilizado o mesmo conjunto de dados subdividido

em treino e teste. Da mesma forma, foram feitas 10 iteragcdes, tal que cada uma contou com um



41

arranjo diferente e aleatorio dos subconjuntos de treino e teste. Os resultados estdo descritos na
Tabela 6.

Tabela 6 — Acuracia média do modelo na classificaciao de 6 espécies utilizando 30 Componentes

Principais

Iteragao Acuracia Observada
1? 88,88%

2% 87,30%

32 90,47%

42 87,30%

52 88,88%

6 85,75%

7 87,30%

8? 95,21%

9 87,71%

10? 87,30%

Acuracia Média 88,61% Desvio Padrao +2,64%

Fonte: Elaborada pelo autor

A Tabela 6 nos traz a informacao de que € possivel um aumento na acuracia média
do modelo quando usamos os componentes principais de cada direcdo. Isso de certa forma ja
era esperado, uma vez que a decomposi¢do por apenas 10 componentes através de todos os
espectros de frequéncia acabaria por incluir mais ruidos dentro do modelo. Além disso, ter
componentes principais para cada dire¢do do espectro computado traz informacdes relevantes
sobre a periodicidade da textura naquele eixo, elevando a qualidade da informagao que alimenta

o modelo. A Figura 7 ilustra grafico de dispersdo para a primeira iteragao.
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Figura 7 — Grafico de dispersao ilustrando a classificacio resultante de uma das iteracdes do
modelo com 6 espécies, agora com 30 Componentes Principais

& “gonandra_brasiliensis
Annona_crassiflora

@ Bowdichia_virgilicides

@ Diospyros_burchelli

@ Erythroxylum_suberosum

@ Himatanthus_obovatus

Fonte: Elaborado pelo autor.

Através da andlise do grafico da Figura 7 é possivel constatar visualmente que os
‘clusters’ agora ja estao melhor definidos e ainda mais consistentes. Vale notar que apesar de
usarmos 0 mesmo conjunto de dados, percebe-se um nimero maior de individuos da espécie Di-
ospyros burchelli neste grafico comparado ao grafico anterior. Isso se deu pois os subconjuntos
de teste e de treino sdo formados de maneira aleatoriezada, entdo cada iteracdo conta com uma
quantidade aleatdria de individuos de cada espécie. Na Tabela 7 encontra-se a tabela de acertos

para a primeira iteracdo do modelo que esta descrita no grafico da Figura 7.

Tabela 7 — Matriz contendo os resultados obtidos através da previsao do modelo utilizando 6

espécies e 30 componentes principais

Alvo Previsdo Acerto
Agonandra_brasiliensis Agonandra_brasiliensis TRUE
Agonandra_brasiliensis Agonandra_brasiliensis TRUE
Agonandra_brasiliensis Agonandra_brasiliensis TRUE
Agonandra_brasiliensis Agonandra_brasiliensis TRUE
Agonandra_brasiliensis Agonandra_brasiliensis TRUE
Agonandra_brasiliensis Agonandra_brasiliensis TRUE



Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli

Erythroxylum_suberosum
Erythroxylum_suberosum
Erythroxylum_suberosum

Erythroxylum_ suberosum

Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Diospyros_burchelli
Bowdichia_virgilioides
Bowdichia_virgilioides
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli

Himatanthus obovatus

Erythroxylum_suberosum
Erythroxylum_suberosum
Erythroxylum_suberosum

Erythroxylum_suberosum

TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
FALSE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
FALSE
FALSE
FALSE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
FALSE
TRUE
TRUE
TRUE
TRUE
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Erythroxylum_suberosum Erythroxylum_ suberosum TRUE
Erythroxylum_suberosum Erythroxylum_ suberosum TRUE
Himatanthus obovatus Erythroxylum suberosum FALSE
Himatanthus obovatus Erythroxylum suberosum FALSE
Himatanthus_obovatus Himatanthus_obovatus TRUE
Himatanthus obovatus Himatanthus obovatus TRUE
Himatanthus obovatus Himatanthus obovatus TRUE
Himatanthus obovatus Himatanthus obovatus TRUE
Himatanthus obovatus Himatanthus obovatus TRUE
Himatanthus_obovatus Himatanthus_obovatus TRUE
Himatanthus_obovatus Himatanthus obovatus TRUE
Himatanthus_obovatus Himatanthus obovatus TRUE
Himatanthus_obovatus Himatanthus obovatus TRUE
Himatanthus_obovatus Himatanthus _obovatus TRUE
Himatanthus_obovatus Himatanthus obovatus TRUE

Fonte: Elaborada pelo autor

Aliando a analise da tabela com a analise do grafico percebe-se que, novamente,
os individuos da espécie Agonandra Brasiliensis foram devidamente classificados e agrupados.
Outras espécies, como a Anonna crassiflora e Bowdichia virgiloides tiveram apenas um indivi-
duo cuja classificacdo se deu de maneira equivocada pelo modelo.

Percebe-se ainda que os individuos da espécie Himatanthus obovatus, cuja classi-
ficagdo performou de maneira inferior e se apresentaram muito mais dispersos no grafico da
Figura 6, agora ja& se apresentam em um cluster bem definido. Em linhas gerais, concluimos
entdo que ¢ possivel assumir que decompor os espectros médios de cada diregdo em seus res-

pectivos componentes principais aumenta a qualidade da classificagdo do modelo.
5.1.2.2 Execugdo do Modelo Através da Pré-sele¢dao dos Componentes Principais

A Analise por Componentes Principais concentra os maiores valores de variancia
nos primeiros componentes. Logo, podemos assumir que os ultimos componentes principais
podem conter ruido que prejudica a qualidade da classificagdo do modelo. Tendo isso em mente,
foram feitos novos experimentos, dessa vez pré-selecionando os componentes principais.

Notou-se que o 7° componente ¢ um limiar importante: quando utilizou-se os com-
ponentes anteriores ao 7°, o modelo se apresentou menos preciso uma vez que informagdes
relevantes para a classificagdo estdo sendo deixadas para tras; da mesma foma, quando foram
usados componentes além do 7°, o modelo também perde sua acuracia uma vez que foi incluso
mais ruido, fator que enviesa o modelo a tomar decisdes incorretas. Dessa forma, documenta-se

aqui os resultados obtidos utilizando os 7 primeiros Componentes Principais de cada uma das
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diregdes, totalizando 21 varidveis descritoras. Apresenta-se entdo a Tabela 8 com a acuracia de

10 iteragdes com arranjos aleatorios dos dados:

Tabela 8 — Acuracia média do modelo na classificacao de 6 espécies utilizando 21 Componentes

Principais
Iteragao Acuracia Observada
1? 92,06%
28 90,47%
3? 87,3%
42 88,88%
5% 85,71%
6 92,06%
7 87,3%
8 93,65%
9 85,71%
107 95,23%
Acuracia Média 89,93% Desvio Padrao +3,36%

Fonte: Elaborada pelo autor.

Pela Tabela 8 percebe-se que, apesar da acuracia média ter tido um aumento de
apenas um ponto percentual, houveram mais ocorréncias cuja acurécia foi igual ou superior a
90%, demonstrando que a pré-selecdo dos componentes principais podem direcionar a resulta-
dos ainda melhores, a depender do treinamento dos dados.

Através do gréfico de dispersao, ilustrado pela Figura 8 (que produzido a partir da
primeira iteragdo do modelo) é possivel notar que as fronteiras dos clusters resultantes da clas-
sificagdo estdo mais proximas, porém permanecem consistentes.

Ainda que os elementos parecam mais dispersos e com as fronteiras menos distantes,
os clusters ainda mostram certo nivel de defini¢do. Analisando também a tabela de acertos ¢
possivel notar que a classificagdo se mostra mais consistente e obteve mais sucesso em classifi-
car os individuos da espécie Himatanthus obovatus, que se mostraram problematicos conforme

indica a Figura 6 e a Tabela 5.
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Figura 8 — Grafico de dispersao ilustrando a classificacio resultante de uma das iteracdes do
modelo com 6 espécies, agora com 21 Componentes Principais pré-selecionados

Fonte: Elaborado pelo autor.
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Tabela 9 — Matriz contendo os resultados obtidos através da previsao do modelo utilizando 6

espécies e 21 componentes principais

Alvo

Previsao Acerto

Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Agonandra_brasiliensis
Annona_crassiflora

Annona_crassiflora

Annona_crassiflora

Agonandra_brasiliensis TRUE
Agonandra_brasiliensis TRUE
Agonandra_brasiliensis TRUE
Agonandra_brasiliensis TRUE
Agonandra_brasiliensis TRUE
Agonandra_brasiliensis TRUE
Agonandra_brasiliensis TRUE
Agonandra_brasiliensis TRUE
Agonandra_brasiliensis TRUE
Agonandra_brasiliensis TRUE
Agonandra_brasiliensis TRUE

Annona_crassiflora TRUE
Annona_crassiflora TRUE
Annona_crassiflora TRUE



Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Erythroxylum_suberosum
Erythroxylum_suberosum
Erythroxylum_suberosum
Erythroxylum_suberosum
Erythroxylum_suberosum
Erythroxylum_suberosum
Himatanthus obovatus
Himatanthus obovatus
Himatanthus obovatus
Himatanthus obovatus
Himatanthus obovatus

Himatanthus obovatus

Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Annona_crassiflora
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Bowdichia_virgilioides
Diospyros_burchelli
Bowdichia_virgilioides
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Erythroxylum_suberosum
Diospyros_burchelli
Diospyros_burchelli
Diospyros_burchelli
Bowdichia_virgilioides
Diospyros_burchelli
Bowdichia_virgilioides
Diospyros_burchelli
Erythroxylum_suberosum
Erythroxylum_suberosum
Erythroxylum_suberosum
Erythroxylum_suberosum
Erythroxylum_suberosum
Erythroxylum_suberosum
Himatanthus obovatus
Himatanthus obovatus
Himatanthus obovatus
Himatanthus obovatus
Himatanthus obovatus

Himatanthus obovatus

TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
FALSE
TRUE
TRUE
TRUE
TRUE
FALSE
TRUE
TRUE
TRUE
FALSE
TRUE
FALSE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
TRUE
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Himatanthus_obovatus Himatanthus obovatus TRUE
Himatanthus obovatus Himatanthus obovatus TRUE
Himatanthus obovatus Erythroxylum suberosum FALSE
Himatanthus obovatus Himatanthus obovatus TRUE
Himatanthus obovatus Himatanthus obovatus TRUE
Himatanthus obovatus Himatanthus obovatus TRUE

Himatanthus obovatus Himatanthus obovatus TRUE

Fonte: Elaborada pelo autor.

5.2 Resultados Sobre o0 Conjunto Completo de Dados

Levando em conta os resultados dos experimentos preliminares com um conjunto
de dados reduzido, fez-se 0 momento de analisar o conjunto completo dos dados. Para o experi-
mento, decidiu-se gerar 10 componentes principais para cada direcao dos trés espectros e manter
apenas os 7 primeiros, evitando o ruido remanescente dos trés ultimos. Foram adicionadas tam-
bém duas variaveis extras: os valores da poténcias médias dos espectros horizontal e vertical.
Essa decisdo foi tomada a fim de se ter mais uma varidvel capaz de aumentar a discrepancia
entre os 794 individuos da amostra.

O modelo foi executado por 10 iteragdes, novamente sobre um arranjo aleatorio dos
dados numa proporcao de 20% destinados ao teste e 80% destinados ao seu treinamento. O

resultado das 10 iteragdes encontram-se na Tabela 10.

Tabela 10 — Acuracia média do modelo na classificacdo de 15 espécies utilizando 21 Componentes
Principais e a poténcia média dos espectros horizontais e verticais

Iteragao Acuracia Observada
1? 84,27%

28 83,01%

32 80,5%

42 77,35%

52 86,16%

6" 79,24%

7? 82,38%

8* 83,01%

9? 83,64%

10? 84,9%

Acuracia Média  82,44% Desvio Padrao 4+2,69%

Fonte: Elaborada pelo autor.

Comparando os resultados do experimento utilizando o conjunto completo de dados

¢ possivel notar que, apesar da queda na acuracia, o modelo ainda consegue atuar como um
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classificador consistente. Naturalmente, como temos mais espécies para serem classificadas, a
complexidade do problema ¢ aumentada.

Nao obstante, os graficos da Figura 9 (obtido através da 5% iteragao do modelo, que
gerou maior acuracia) ilustram a dispersdo dos individuos da amostra, indicando que certas

espécies, apesar do resultado geral, foram classificadas sem erro pela andlise discriminante:

Figura 9 — Gréfico de dispersao em quatro angulacgdes diferentes ilustrando a classificacao
resultante do experimento final
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Fonte: Elaborada pelo autor.

A Figura 9 mostra o mesmo grafico, porém exibido por quatro (4) angulos dife-
rentes para facilitar a visualizagdo. E possivel identificar, por exemplo, um agrupamento bem
definido da espécie Pera obovata, que nao compos o conjunto de dados dos experimentos preli-
minares. Os demais individuos, apesar de ocuparem regides proximas no espaco tridimensional
do grafico, acabam mantendo a consisténcia dos agrupamentos, traduzindo a acuracia de 86%
alcancada pelo modelo na iteragdo em questao.

Os resultados se mostram entdo satisfatorios, levando em consideragdao que a amos-
tra € relativamente pequena para que o modelo possa ter uma base de treinamento extensa, € o

numero de possiveis classificacdes aumenta a complexidade do problema. Vale notar também



50

que as amostras foram obtidas apenas por fotografias e estdo sujeitas a poluicdes do ambiente,
como musgos, liquens e alteracdes da luz - fatores esses que podem enviesar a previsdo, uma
vez que podem ser traduzidos como descritores no momento de realizar a transformada.

A execucdo do algoritmo de transformacao implementado na biblioteca SciPy para
Python também ¢ executado rapidamente, sendo que a parte que mais exigiu memoria e pro-
cessamento foi o momento de redimensionar € armazenar os arquivos de imagens na memoria
principal para serem processados. Uma vantagem deste método ¢ que a transformagao no espec-
tro de Fourier gera uma matriz de dados que pode ser armazenada para analise posterior e que
ocupa menos memoria do que um arquivo de imagem.

Vale notar que nao foi utilizado o método citado por Gonzalez, Woods et al. (2002),
que envolve transformar o espectro bidimensional (que ¢ ilustrado nas Figuras 1 e 2) em uma
fun¢do unidimensional de formato radial. No caso, realizou-se a transformada de Fourier linha
por linha, resultando em espectros unidimensionais. Na Figura 10 podemos verificar dois espec-
tros horizontais médios gerados a partir dos individuos das espécies Pera obovata e Pouteria

torta.

Figura 10 — Grafico contendo as 100 primeiras frequéncias de cada um dos espectros gerados
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Fonte: Elaborada pelo autor.

Observa-se que as primeiras frequéncias, ou seja, as mais baixas, sao as que possuem
os maiores valores de poténcia. Isso significa que a maior parte da informagdo a respeito da
textura estd contida nas frequéncias mais baixas.

Nota-se também que ¢ justamente nas frequéncias mais baixas de cada espectro que
¢ possivel encontrar a maior discrepancia entre eles, tanto em oscilagdes no formato do espectro
quanto em valores de poténcia de cada frequéncia. Tais espécies foram selecionadas delibe-
radamente para este exemplo, uma vez que apresentam um padrao horizontal na textura bem
diferenciado.

a partir disso ¢ possivel avaliar a utiliza¢ao de filtros que capturem as frequéncias

desejadas no pré-processamento, com o objetivo de aumentar a qualidade dos descritores obtidos.
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Figura 11 — Exemplar da espécie Pera Figura 12 — Exemplar da espécie
obovata Pouteria torta

Fonte: Elaborada pelo autor. Fonte: Elaborada pelo autor.

Da mesma forma, utilizar outras técnicas de pré-processamento, como o realce de contrastes,
podem evidenciar ainda mais caracteristicas periddicas nas texturas € prover espectros com uma
capacidade descritiva ainda maior.

Nao obstante o método utilizado conseguiu se mostrar relevante no momento de

extrair as variaveis classificadoras e de classificar os individuos conforme sua espécie.
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6 CONCLUSAO E TRABALHOS FUTUROS

Através do experimento foi possivel constatar entdo que um algoritmo ja implemen-
tado, documentado e de rapida execugdo pode ser utilizado para extrair varidveis descritoras
de texturas com bons resultados. Da mesma forma, notamos que a analise por Componentes
Principais se apresenta como grande aliada no momento de tratar problemas de grande dimensi-
onalidade.

Ao levar em conta que a tarefa de classificar individuos conforme sua espécie
quando feita de maneira manual utiliza-se de outros elementos da planta (como por exemplo
suas folhas), pode-se considerar que um método ndo-invasivo que utiliza apenas a foto da casca
do espécime pode auxiliar profissionais e pesquisadores de outras areas do conhecimento que
nao seja a computacao. Além disso, nada impede que outras variaveis descritoras sejam extrai-
das e aliem-se a analise da textura, como a analise do formato das folhas ou do gradiente de cor
presente nas cascas ou nas proprias folhas.

No caso deste modelo, no entanto, como se trata de aprendizado supervisionado, a
inclusdo de novas espécies na base de conhecimento deve ser feita de maneira tal que os dados
sejam previamente classificados para que o aprendizado supervisionado funcione.

Nao ¢ possivel se esquecer de mencionar que a Analise Linear Discriminante de
Fisher € apenas um dos métodos de classificacdo disponiveis. Além dele, cada vez mais modelos
de redes neurais que ampliam a capacidade preditiva nesse tipo de problema estdo emergindo.

Considerando também que o algoritmo da transformada consegue ser facilmente
executado e que hoje podemos armazenar dados e executar processos em servidores na nuvem,
tal método poderia servir para catalogar espécimes em tempo real através de fotos obtidas por
um smartphone, agilizando o processo do trabalho de campo. Pensando mais além, integrar um
banco de dados geografico permitiria também que, ap6s a identificagdo, o individuo fosse cata-
logado junto com sua localizag¢ao geografica, criando florestas virtuais e aumentando ainda mais
a capacidade de monitoramento e controle dos drgaos ambientais, especialmente se tratando de

espécies ameagadas e que sao alvo do extrativismo criminoso.
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APENDICE A — LISTAGEM DE CODIGO
A.1 Definicoes Prévias - Fungoes e Classes
A.1.1 Pré-Processamento das Imagens

Nesta secdo estdo presentes os codigos referentes as classes e fungdes utilizadas no
pré-processamento das imagens, ou seja, abrange o redimensionamento e a transformacao das
imagens em escala de cinza. Para o redimensionamento, definimos a fun¢do ’resize all’. Ja
para tratar as imagens transformando-as em escala de cinza, utilizamos uma heranca da classe
’RGB2GrayTransformer’ para que a entrada fosse um array de imagens, ja que a fungdo trans-
form’ classe original aceitava apenas uma imagem.

Listagem de Cdédigo A.1 — Céodigo da Heranca da Classe ’RGB2GrayTransformer

O 0 9 N L AW N =

e e S
wm A WD = O

—_
=)}

Fonte: Proprio autor.

Listagem de Cdédigo A.2 — Cddigo da Funcio ’resize_all’

(9] AW N =

O 0 3

10
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Fonte: Proprio autor.
A.1.2  Processamento das Imagens

Nesta sessdo trata-se da definicdo dos codigos responsaveis por processar as ima-
gens, ou seja, gerar os Espectros de Fourier. Serdo descritos entdo os codigos utilizados para
definir as fungdes que geram os espectros médios de cada imagem em cada eixo. Nota-se que
as fungdes 'mediaEspectro’ geram o espectro médio de uma imagem, enquanto que a fungdes
’geraVetorMedias’ geram, na verdade, o vetor multidimensional que armazena o espectro médio

de cada uma das imagens em X.

Listagem de Cédigo A.3 — Cédigo da Funcio 'mediaEspectroHorizontal’

O 0 9 N L AW N =

NS ST (SR S I ST S S EE SR S e e e e e e e
0 9 N L WD R, O 0O 0NN R WD = O




Fonte: Proprio autor.

Listagem de Cddigo A.4 — Cédigo da Funcio mediaEspectroVertical’

O 0 N N W AW N~

W W W NN NN N N N N N N = o e e e e e e e
N = O O 0 3 NN R WD R O VO 0NN R WD~ O

Fonte: Proprio autor.

Listagem de Codigo A.5 — Codigo da Funcio *mediaEspectroDiagonais’




O 0 3 N W

10
11
12
13

Fonte: Proprio autor.

Listagem de Cdédigo A.6 — Cddigo das Funcdes *geraVetorMedias’

O 0 9 N L AW N =

[ S T e e T e e e =
S O 0 9 N LK B LN —= O

NS}
—_

Fonte: Proprio autor.

A.2 Execucio do Cédigo - Estruturando os Dados

Aqui ¢ listado o codigo que é executado e usado para organizar o conjunto de
dados para o experimento. Descreve-se entdo a execu¢do da leitura das imagens, do pré-

processamento, do processamento e da estruturacdo desses resultados em uma matriz de dados.

Listagem de Codigo A.7 — Lendo as Imagens



Fonte: Proprio autor.

Listagem de Cédigo A.8 — Transformando em Escala de Cinza e Obtendo os Espectros de Fourier

O 0 3 N U AW N =

— e e e e e e e e
0 N N L AW~ O







Fonte: Proprio autor.

Listagem de Cddigo A.9 — Normalizando e Gerando os Componentes Principais

O 00 9 N AW N~

W W W W W W W W W N N NN N DN N DN N DN = e e e e e e e
0 N N N R W= O 0 0NN R WD RO O 0NN R WD RO




Fonte: Proprio autor.

Listagem de Co6digo A.10 — Realizando a Classificac¢do

1
2
3
4
5
6
7
8
9

—_ = =
N = O




Fonte: Proprio autor.

Listagem de Co6digo A.11 — Plotando o Grifico de Dispersao




O 0 3 N W

10
11
12
13
14
15
16
17
18
19
20

21
22
23

24
25
26
27
28
29

Fonte: Proprio autor.
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