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Resumo

A busca por aumento no processamento de computadores, fez com que as empresas que criam
processadores aplicassem muitos dos seus recursos, na busca de melhor desempenho para
seus produtos. Mas devido a dificuldades financeiras e até energéticas, o desenvolvimento de
processadores cada vez mais potentes nao esta em ritmo tao acelerado nos tempos atuais.
Paralelo a tudo isso, o desenvolvimento de dispositivos graficos, estd em absoluta ascensao,
principalmente devido ao crescente mercado de games. Neste trabalho iremos fazer uma con-
textualizacdo de programacdo paralela e correlacionar a drea de dispositivos graficos com a
mesma. lremos também mostrar como a empresa NVIDIA desenvolveu uma nova arquitetura
de dispositivos graficos chamada CUDA, que se tornou uma alternativa de grande valor para a
otimizagao de processamento de aplicativos de propdsitos gerais. Varias areas como Tomogra-
fia Médica, Processamento de Imagens e Sistema Financeiro ja est3o investindo na montagem

de maquinas que trabalhem com CUDA, e os resultados sdo muito impressionantes.

Foi feito uma introducdo ao ambiente, recursos e ferramentas utilizados para o desen-
volvimento de algoritmos com CUDA C, assim como um explicagdao do Modelo de arquitetura
da tecnologia que trabalha com indexa¢do de threads e blocos. Em paralelo, foi proposto o
desenvolvimento de um algoritmo para busca de vizinhos, que é um dos gargalos nos algo-
ritmos usados por Métodos Numéricos sem Malha. O Desenvolvimento do algoritmo visou o
aprendizado e aplicacdo da tecnologia, fazendo ao fim do desenvolvimento, uma comparagao
da mesma implementac¢3o feita em um computador sem a utilizagdo de paralelismo. Os ganhos
do algoritmo paralelizado pela GPU chegaram a 15 vezes em um dispositivo grafico de 336

nucleos.



Abstract

The search for improvement in the computers processing, made the companies that create
these processors apply plenty of their resources in the inquiry of better development for their
processors. However, due to some financial and even energetic difficulties, the development
of more powerful processors is not in a so accelerate rhythm nowadays. Parallel to all on
this the development of graphic devices is in absolute ascension, mainly due to the crescent
games market. In this work we will make a contextualization of the parallel programming
and correlate the area of graphic devices with it. We will also demonstrate how the company
NVIDIA developed a new architecture for the graphic devices called CUDA, which has became
an alternative of great value to the optimization of the processing of the general proposing apps.
Several areas as the Medical Tomography, Image Processing and Financial System are already
investing in an assembling machines that work with CUDA and the results are very impressive.
It was done an introduction of the environment, resources and tools used to the development
of algorithm with CUDA C, as well the explanation of the CUDA's architectural model that
works with indexing of threads and blocks. In parallel, it was proposed the development of
one algorithm to search for neighbors, which is one of the predicaments in the algorithms
used by Meshless Numerical Methods. The development of the algorithm aimed the learning
and the application of the technology, making in the end of that a comparison of the same
implementation made in a computer without the utilization of the parallelism. The gains of the

parallelized algorithm for the GPU reached to 15 times in a graphic device using 336 nucleus.
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Capitulo 1

Introducao

z: ste trabalho visa a disseminacdo da programacgao paralela em placas de videos para
propdsito gerais, também conhecida como General Purpose Graphics Processing Unit
(GPGPU), juntamente com a introdug3o da nova tecnologia para a mesma, a Compute Unified
Device Architecture (CUDA), além de sua aplicagdo em algoritmos de alto custo computaci-
onal. Este capitulo tem o objetivo de contextualizar o problema (Secdo 1.1), apresentando os
objetivos a serem alcancados (Se¢o 1.2), bem como a motivagdo e justificativa para a sua
realizagdo (Se¢do 1.3). Também serd apresentado neste capitulo algumas aplica¢des préticas
da tecnologia CUDA (Se¢do 1.4) e a estrutura do trabalho (Segdo 1.5).

1.1 Apresentacao

As vantagens que a computacao trouxe para a humanidade s3o inGmeras, estando todas
relacionadas a velocidade na execucdo de determinadas tarefas do nosso cotidiano, as quais
o computador consegue realizar de forma muito mais rapida que um homem. Tais vantagens
sao geradas gracas ao intenso desenvolvimento de hardwares de computador ao longo dos
anos, impulsionado principalmente pelo aumento da capacidade de processamento das CPU'’s
(Central Processing Unit). Uma das principais estratégias utilizadas para este aumento até
pouco tempo, era o incremento de clock nos hardwares. O clock em computadores consiste
em um sinal elétrico regular que fornece uma referéncia de tempo para todas as atividades e

permite sincronismo nas opera¢oes internas do computador.

Em 2004, foi anunciado o fim do incremento de clock nas CPU's, que atingiram o seu

limite devido ao alto consumo de energia e aquecimento de hardware (Flynn, 2004). Este



1.1. Apresentagao

fato obrigou os desenvolvedores a investir em paralelizagdo da execucao de instrugcdes como
uma das formas de se reduzir o tempo de computagdo de algoritmos. Essa caracteristica de
processamento paralelo é oferecida por um conjunto de processadores capazes de trabalhar
cooperativamente para resolver um dado problema (Foster, 1995), aplicando-se a técnica
“dividir para conquistar’. Desde ent3o, para permitir o processamento paralelo nas CPU'’s,
tem-se trabalhado muito no aumento de nicleos do processador e na capacidade que os
softwares tém para utilizar estes recursos. Diferentes formas de arquiteturas paralelas tém
sido estudadas através dos anos, sempre buscando o aumento da eficiéncia e a diminuicdo do
tempo de processamento dos algoritmos. Dentre as principais op¢oes de técnicas de paralelismo
que existiam até pouco tempo, podemos citar os supercomputadores e os clusters (Schepke,
2009).

Juntamente com este cendrio da necessidade de aumento do processamento compu-
tacional, tem-se a crescente demanda de processamento grafico, impulsionada principalmente
pelo mercado de jogos. As GPU's (Graphics Processing Unit) que podemos encontrar hoje
no mercado, s3o dispositivos de arquiteturas extremamente paralelas. Enquanto os compu-
tadores pessoais da atualidade possuem em sua arquitetura, processadores com no maximo
oito nucleos, uma GPU Geforce GTX460 da NVIDIA, possui 336 nicleos em sua arquitetura,
caracteristica que demonstra a sua grande capacidade para realizacdo de processamento pa-
ralelo. A Figura 1.1 ilustra a evolugcdo da capacidade de processamento em uma GPU face a

mesma evolu¢do no CPU.

Ja no inicio de 2007, tendo em vista esse enorme potencial computacional oferecido
pelas GPU’s, a empresa NVIDIA apresentou uma nova plataforma de software que causou
uma grande revitalizagcdo tecnoldgica para as placas de video: a CUDA. Com esta nova tec-
nologia é possivel adaptar aplicacdes que normalmente seriam executadas em uma CPU, para
serem computadas em GPU'’s (Sanders and Kandrot, 2010), oferecendo um novo modelo de
desenvolvimento para melhoria de desempenho computacional em aplicacdes de propdsitos

gerais.

Desde ent3o, cada vez mais pesquisadores tem se aproveitado das vantagens que a
tecnologia CUDA trouxe para o ramo de programacdo de propdsitos gerais em placas de
video, area de desenvolvimento que era pouco explorada, devido ao alto grau de dificuldade e
consequentemente, pouco interesse de se trabalhar com as antigas ferramentas que ofereciam

essa linha de desenvolvimento.
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Figura 1.1: Evolugao da capacidade do GPU em face da mesma evolugao no CPU (Nvidia,
2012)

1.2 Objetivos

Existem dreas de estudo onde a necessidade de calculos esta além da capacidade de proces-
samento dos computadores, como por exemplo, técnicas de simulacdo computacional que sao
frequentemente usadas para modelar e investigar fenémenos fisicos. O objetivo deste trabalho
é estudar a tecnologia CUDA e aplicd-la em algoritmos, buscando sempre a diminui¢do do

custo computacional e aumento em sua eficiéncia.

Para que os objetivos principais sejam alcangados, é necessario que objetivos especificos

sejam seguidos:

Estudar os modelos e técnicas oferecidas pela tecnologia CUDA;

Aplicar a tecnologia CUDA em um algoritmo de alto custo computacional;

Alinhar e comparar os resultados obtidos com CUDA e versGes de cddigo sequencial,

buscando identificar as relagdes de custo/beneficio da nova tecnologia;

Verificar a eficiéncia da tecnologia proposta.



1.3. Motivacao e Justificativa

1.3 Motivacao e Justificativa

Tanto no meio académico quanto na concorréncia de mercado, existe uma necessidade cres-
cente de otimizar os algoritmos de computador que auxiliam nas tarefas do dia-dia. Por mais
avancados que os programas de computador estejam, sempre existem calculos onde a melhoria

de desempenho e custo se faz necessdria.

Desde a criacdo da tecnologia CUDA no inicio de 2007, diferentes tipos de aplicati-
vos e industrias tém desfrutado de um grande sucesso ao optar por construir suas aplicagdes
em GPU/CUDA, que até ent3o, eram restritas a computacdo grafica. Dentre as melhorias
estd incluso o elevado ganho de desempenho computacional no processamento das aplicacoes.
Além disso, executar aplicacdes em GPU’'s tem mostrado melhor aproveitamento de desem-
penho quando comparado a custo financeiro e custo de energia (watt), do que aplicacdes

implementadas exclusivamente na tradicional tecnologia de processamento central (CPU).

1.4 Aplicagcoes do Problema

Casos de sucesso de aplicacao da tecnologia CUDA ja podem ser encontrados. Dentre estas

aplicacdoes podemos incluir:

e A tecnologia CUDA estd ajudando pesquisadores a identificar sinais de cancer de forma
mais rapida, precisa e minimamente invasiva. A ultrassonografia, que é um processo
mais seguro que a radiografia, é utilizada em conjunto da mamografia para ajudar nos
cuidados e diagndsticos de cancer de mama. Mas o ultrassom convencional de mama
possui suas limitacdes, fato que levou a criacdo da empresa Techniscan, que desenvolveu
um promissor método tridimensional de ultrassom, mas com sérias limitacoes compu-
tacionais. Converter os dados de ultrassom em imagens era considerado demorado e
caro para uso pratico. Apds aplicar a tecnologia CUDA em seus softwares, Techniscan
conseguiu com que eles processassem 35GB de dados em 20 minutos, ao invés de dias

como era anteriormente, gragas ao poder computacional das GPU'’s (Nvidia, 2012).

e Hackers russos tem utilizado GPU's para realizar um ataque de forca bruta em redes
WPA e WPA2 com o objetivo de quebra-las. A placa de video utilizada aumentou a
operacao da descoberta da senha em até 10.000 por cento, fato que deixa os especia-
listas em seguranca com um grave problema em suas maos e evidencia o grande poder

computacional das GPU's



1.5. Estrutura do Trabalho

Entre outras dreas que j& adotaram a tecnologia de programacio em GPU/CUDA
podemos citar algumas em destaque: Dindmica de Fluidos (Corrigan et al., 2009), Método
Lattice-Boltzmann (Vasconcellos, 2009), Medicina através de tomografia médica (Noel et al.,
2008), Problemas Térmicos (ANSONI, 2010), dentre vérios outros. Este trabalho tem como
influéncia os 6timos resultados obtidos com programacao paralela massiva em GPU nestas

diversas areas.

1.5 Estrutura do Trabalho

No Capitulo 2 s3o apresentados os conceitos que envolvem a programacgado paralela em geral.
S&o discutidos os assuntos relativos a Graphics Processing Unit (GPU), abordando a trajetéria
da aplicacdo da programacao paralela na mesma, que resultaram no surgimento do conceito
de General Purpose Graphics Processing Unit (GPGPU), e consequentemente, no surgimento
da tecnologia Compute Unified Device Architecture (CUDA), cuja fungdo é explorar este novo
meio de otimizar a programacao paralela de propdsitos gerais em placas de video. E feito
também, um pequeno relato de como estas novas ferramentas podem ajudar na area de

Métodos Numéricos sem Malha.

No Capitulo 3 apresentamos os dispositivos e ferramentas disponiveis, que foram uti-
lizadas neste trabalho, para explorar a tecnologia CUDA. E mostrado também, o modelo de
arquitetura da tecnologia, juntamente de um guia da utilizagdo da linguagem CUDA/C, com

os principais recursos disponiveis até o momento.

O Capitulo 4 apresenta uma implementacdo proposta para o desenvolvimento de um

algoritmo para busca de vizinhos, muito utilizada em Métodos Numéricos sem Malha.

Por fim, no Capitulo 5 sdo apresentadas as conclusdes e propostas para trabalhos

futuros.



Capitulo 2

Referencial Teorico

este capitulo serd apresentado os conceitos usados neste trabalho com a intencado de

proporcionar um maior entendimento sobre o tema tratado.

2.1 Programacao Paralela

A paralelizacao de instrucoes de computador é uma técnica que visa reduzir o tempo de compu-
tacao de algoritmos. A capacidade de processamento paralelo é oferecida por um conjunto de
processadores capazes de trabalhar cooperativamente para resolver um dado problema (Foster,
1995), aplicando-se a técnica conhecida como “dividir para conquistar”. Essa busca pelo alto
desempenho dos computadores ocasionou o surgimento de varios modelos de arquiteturas
paralelas. Essas arquiteturas possuem uma caracteristica fundamental para permitir o pro-
cessamento paralelo que é a presenca de vdérios nicleos em seu processador, evoluindo para

concep¢do de multiprocessadores e culminando com o uso de clusters e grids (Schepke, 2009).

Outro ponto fundamental é a capacidade dos softwares em utilizar estes recursos ofe-
recidos. E para que um sistema inteiro possa suportar a computacdo paralela, é necessario
que os softwares também tenham capacidade de interpretar o paralelismo. Isso inclui lingua-
gens de programacao paralelas, compiladores, bibliotecas, sistemas de comunicagao e sistemas
de entrada e saida paralelo. Os modelos de arquitetura paralelas sdo classificados pelo fluxo
de instrucbes e dados que se apresentam. Essa classificacdo é definida como taxonomia de
Flynn (Flynn, 2004), e é divida em quatro categorias: SISD, SIMD, MISD e MIMD.



2.2. GPU

2.2 GPU

As GPU's ( Graphics Processing Unit) ou placas de video, sdo componentes que enviam sinais
de uma computador para um monitor. Inicialmente, elas foram projetadas para fazer célculos
de ponto flutuante, mas com o passar dos anos, percebeu-se que elas tinham caracteristicas
que facilitavam o processamento de imagens, devido as estas serem compostas de matrizes de
nimeros, onde cada posicdo i x j da matriz constitui um pixel. Para os usudrios comuns de
hoje, a GPU é responsavel pela qualidade grafica do dispositivo, seja ele um computador, um
videogame ou até mesmo um celular (Viana, 2011). Com estes objetivos iniciais, as GPU's
tornaram-se ferramentas poderosas e eficientes em manipular graficos computacionais onde, a
partir de objetos vindos da CPU (Central Processing Unit), as transformam e geram imagens

as quais o usuario vé na tela.

O grande motivador da propagacio das GPU'’s foi o crescimento da popularidade dos
sistemas operacionais graficos conduzidos pela Microsoft Windows, onde os usudrios comeca-
ram a adquirir aceleradores de exibicao 2D para os computadores de mesa. Fato que levou
a popularizacdo dos aceleradores graficos a uma variedade de mercados na década de 1980,
incluindo governo, aplicagdes e técnicas de visualizagdo cientifica, bem como ferramentas para

criar impressionantes efeitos cinematograficos (Sanders and Kandrot, 2010).

Ja entre os desenvolvedores, o grande marco para a evolugdao do desenvolvimento das
GPU's foi a partir de 1992, quando a empresa Silicon Graphics abriu a interface de programacgao
de seu hardware, liberando a biblioteca OpenGL. Esta por sua vez se destinava a ser uma
linguagem padrao para programar aplicacoes graficas em 3D e que seria independente de
plataforma e métodos. A partir desse momento estava langada a contagem de tempo para
que as tecnologias relacionadas as GPU'’s atingissem o caminho para aplicagdes de consumo.
O principal produto gerado pelas tecnologias em GPU's com certeza sido os jogos em 3D. A

demanda por jogos alavancou os desenvolvimentos graficos.

2.3 GPGPU

Em meio ao desenvolvimento massivo das aplicacdes graficas, a empresa NVIDIA langou o
primeiro chip da industria de computagdo (GeForce Série 3) para implementar o entdo novo
Microsoft Directx 8.0, possibilitando pela primeira vez que os desenvolvedores tivessem algum
controle sobre os célculos exatos que seriam realizados em suas GPU’s. Comecava ent3o as

primeira tentativas de GPGPU, que é o nome dado para a programacao de propdsitos gerais
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em uma GPU. As primeiras abordagens nos primeiros dias de computacdao em GPU foram
extremamente complicadas, porque APls gréficas padroes como OpenGL e DirectX, ainda
eram as Unicas maneiras de se interagir com uma GPU, e quaisquer tentativas de realizar
calculos arbitrarios em GPU, estariam sujeitas as restricGes de programacao dentro de uma
API gréfica (Sanders and Kandrot, 2010).

A primeira abordagem que os programadores criaram para tentar sanar as dificuldades
foi a de ‘enganar’ a GPU, transmitindo dados de cdlculos gerais para a mesma, encapsulados
em pixels de cores como se fossem renderizacdes padroes. Tal técnica era inteligente, mas
muito complicada por causa do rendimento aritmético elevado das GPU's e a dificuldade de
prever como dados de pontos flutuantes seriam tratados, impondo fortes limitacdes de recur-
sos. Somado a tudo isso, ainda era obrigatério que os programadores soubessem programar
em OpenGL ou DirectX, pois estas eram as lnicas formas de se interagir com a GPU. Passados
cinco anos apds o langamento da série Geforce 3 e intensos investimentos em pesquisa, a NVI-
DIA apresentou a nova série GeForce 8800, a primeira GPU construida com arquitetura CUDA.
Esta arquitetura trouxe para o mercado novos componentes projetados estritamente para a
computacdo em GPU e simplificou parte das complicacées que impediam os processadores

graficos anteriores de serem realmente (teis para a computacao de propdsito geral.

2.4 CUDA

A principal mudanca das novas placas graficas da NVIDIA a partir da série 8800 em relacao
as anteriores, estava em como tratar os recursos de computacao que nao eram de finalidade
grafica. Enquanto as antigas GPU'’s transformavam os dados em ‘pixels shaders”, a tecnologia
CUDA possui um pipeline de sombreamento unificado, fazendo com que toda a unidade légica
aritmética (ALU) do chip pudesse ser empacotada por um programa que fizesse os célculos
de propésitos gerais (Sanders and Kandrot, 2010). Outra mudanga importante foi a inclu-
sao de capacidades que cumprem os requisitos de precisdo aritmética de pontos flutuantes
nestas ALU’s, adaptando dreas para computagdo em geral separadas da computacado grafica.
Além disso, a GPU agora pode ler e escrever na memdria através do recurso de memédria
compartilhada. Através destas novas caracteristicas, as GPU's passaram a ser um disposto

extremamente eficiente em computacao grafica e execucao de tarefas basicas e tradicionais.

Apesar de todos os esforcos da NVIDIA de simplificar a arquitetura e fornecer um
produto auténomo que serviria para computacdo em geral, ainda era preciso saber usar OpenGL

e DirectX para acessar os recursos do CUDA, o que restringia o nimero de pesquisadores na
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area. Levando este fato em conta, a NVIDIA trouxe a tecnologia para a industria que utilizava
a linguagem C como padrao, adicionando um nimero baixo de palavras-chave do CUDA, com

o objetivo de aproveitar as principais caracteristicas da nova tecnologia.

O interesse de desenvolvedores tornou-se grande, levando a empresa a langar, junta-
mente da sua nova série de GPU'’s (GeForce 8800 GTX), um compilador que mescla as duas
tecnologias, criando a primeira linguagem especificamente desenhada para programacao de
propdsitos gerais em uma GPU, a CUDA C. Com esta nova linguagem, os desenvolvedores
ndo sdo obrigados mais a conhecer a programacdo em OpenGL e DirectX, e nem saber sobre
tarefas de computagdo grafica. Bastaria agora aos desenvolvedores, obter uma placa de vi-
deo que suporte a tecnologia CUDA, juntamente do driver e ferramentas que auxiliam no seu
desenvolvimento, tudo isso disponibilizados pela NVIDIA. E desejavel também que o usudrio
tenha o minimo de conhecimento em linguagem C/C++, que até hoje sdo as linguagens mais

utilizadas no mundo.

Desde que foi lancada, a tecnologia CUDA tem sido amplamente utilizada em va-
rias areas e por varias empresas que relatam étimos ganhos em desempenho computacional,
economia financeira e até economia energética, quando comparados ao uso de CPU’s. No
Brasil, temos um dos poucos céntros de exceléncia em CUDA no mundo, como pode ser visto
em (InformationWeek, 2012).

2.5 Métodos Numéricos sem Malha

Problemas computacionais de Engenharia, geralmente estdo envolvidos com simula¢des de
fendmenos fisicos naturais. Métodos numéricos sao utilizados para realizar tais simulac¢oes,
sendo que as aplicacdes de engenharia possuem caracteristicas que envolvem um alto grau de
precisdo, alinhada ao tempo de execucdo das tarefas. Para a resolucdo numérica de equacdes
diferenciais (PDEs), associados a Mecanica Computacional, consideram-se basicamente trés
grupos classicos de métodos numéricos: Métodos das diferencas finitas, Métodos de Volumes
finitos e Métodos dos elementos finitos (GUEDES, 2006).

Métodos sem Malha, assim como o cldssico método dos elementos finitos, sao métodos
de aproximacdo numérica para resolucdo numérica de equagdes diferenciais. Para aplicacoes
gerais, nenhuma dessas técnicas é tao eficiente quanto os métodos tradicionais baseados em
malhas, como o método dos elementos finitos, enquanto para engenharia, percebe-se uma

crescente tendéncia de aplicagcdes sobre métodos sem malha. Sua principal diferenca para com
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os métodos baseados em malha estd caracterizado no uso de um conjunto de nds espalhados
pelo dominio do problema, ao invés de uma malha ou grade (Fonseca, 2011). Outra dificuldade
esta baseada na imposicao das condi¢des de contorno de Dirichlet quando as fungdes de forma
nao apresentam a propriedade do delta de Kronecker. Estes métodos vém ganhando destaque e
um ndmero grande de interessados em seu desenvolvimento, principalmente desde um trabalho

pioneiro da drea apresentado em (Belytschko et al., 1996).
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Capitulo 3

CUDA

este capitulo, serdo apresentados os componentes de hardware e software que serdo
necessarios para o inicio da programagcao em CUDA C, assim como o ambiente em

que este trabalho foi produzido junto de suas respectivas configuracdes. Os pré requisitos sao:

Uma Placa de Video com suporte a CUDA
e Um Driver NVIDIA para o dispositivo

Um kit de Ferramentas de desenvolvimento CUDA

Um compilador C padrao

3.1 Dispositivos

Nem todas as GPU's irdo funcionar com a programag¢ao em CUDA-C. A primeira restrigdo, é
a do fabricante das GPU's, que até o momento da conclusdo deste trabalho, s6 poderiam ser
GPU's da marca NVIDIA, criadora da arquitetura CUDA e posteriormente da API juntamente
da linguagem CUDA-C. Apesar de serem faceis de encontrar, nem todas as GPU's NVIDIA s3o
construidas sobre a arquitetura CUDA. Das que foram lancadas a partir de 2006, depois do
lancamento da Geforce 8800 GTX, a maioria tem sido compativel com CUDA. A Figura 3.1

apresenta a maioria delas:

Para este trabalho, foi utilizada um GPU NVIDIA, Geforce GTX 460, 1GB de meméria
e 336 nucleos cuda. Para ter uma lista completa das GPU's, e os seus respectivos drivers estdo
disponiveis em (Nvidia, 2012).
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GeForce GTX 480
GeForce GTX 470
GeForce GTX 295
GeForce GTX 285
GeForce GTX 283 for Mac
GeForce GTX 280
GeForce GTX 275
GeForce GTX 260
GeForce GTS 250
GeForce GT 220
GeForce G210
GeForce GTS 150
GeForce GT 130
GeForce GT 120
GeForce G100
GeForce 7800 GX2
GeForce 7800 GTX+
GeForce 7800 GTX
GeForce 7800 GT
GeForce 9600 G50
GeForce 9600 GT
GeForce ¥500 GT
GeForce F400GT
GeForce 8800 Ultra
GeForce BAOD GTX
GeForce BAOD GTS
GeForce BBOO GT
GeForce BBOO G5
GeForce B&OD GTS
GeForce B&0D GT
GeForce B500 GT
GeForce BA00 G5
GeForce 9400 mGPU
GeForce 9300 mGPU

GeForce 8300 mGPU
GeForce 8200 mGPU
GeForce 8100 mGPU
Tesla 52090

Tesla M20%0

Tesla S2070

Tesla MZO70

Tesla C2070

Tesla 52060

Tesla M2050

Tesla C2050

Tesla 51070

Tesla C1DAD

Tesla SETO

Tesla CETD

Tesla DATO

QUADRO MOBILE
PRODUCTS

Quadro FX 3700M
Quadro FX 3600M
Quadro FX Z700M
Quadro FX 1700M
Quadro FX 1600M
Quadro FXTTOM
Quadro FX 570M
Quadro FX 370M
Quadro FX 360M
Quadro NVS 320M
Quadro NV5 1460M
Quadro NV5 150M
Quadro NVS 140M
Quadro NWS 135M
Quadro NVS 130M
Quadro FX 5800

Quadro FX 55600

Quadro FX 4300

Quadro FX 4300 for Mac
Guadro FX 4700 X2
Guadro FX 4400

Guadro FX 2800

Guadro FX I700

Quadro FX 1800

Quadro FX 1700

Quadro FX 580

Quadro FX 570

Quadro FX 470

Quadro FX 380

Quadro FX 370

Quadro FX 370 Low Profile
Quadro CX

Quadro NVS 450
Quadro NVS 420
Quadro NVS 295
Quadro NVS 290
Quadro Plex 2100 D4
Quadro Plex 2200 D2
Quadro Plex 2100 54
Quadro Plex 1000 Madel IV

GEFORCE MOBILE
PRODUCTS

GeForce GTX 280M
GeForce GTX 260M
GeForce GTS 260M
GeForce GTS 250M
GeForce GTS 160M
GeForce GTS 150M
GaeForce GT 240M

GeForce GT 230M

Figura 3.1: Lista de algumas GPU’s que foram construidas na plataforma CUDA

3.2 Ferramentas de Desenvolvimento

Com a GPU instalada com seu respectivo driver, o computador ja estd pronto para executar
cédigo CUDA compilado, mas como a intensdo aqui é o aprendizado da linguagem e o de-

senvolvimento de novos cddigos, serd necessdrio a instalacdo de um kit de ferramentas para
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auxiliar na tarefa. E necessério o uso de dois compiladores: um para compilar o cédigo da
CPU e outro para compilar o cédigo da GPU. Assim como o driver, a NVIDIA disponibiliza
o compilador para GPU em seu site juntamente de um pacote de softwares que auxiliam no
desenvolvimento, que é chamado de CUDA Toolkit. A versdo utilizada neste trabalho foi a

CUDA Toolkit 4.0 que possui os seguintes componentes:

e Compilador CUDA C/C++

e Software auxiliar Visual Profiler

e Bibliotecas de suporte criadas especificamente para GPU:
BLAS(Basic Linear Algebra Subroutines), FFT(Fast Fourier Transform), Sparse
Matrix, RNG

e Documentacdo e ferramentas adicionais

Existem versdes dos softwares para as plataformas Windows, Linux e Mac. Neste
trabalho foi utilizado um computador DELL Studio, com processador Intel Core 2 Quad 2.34
GHz, 3 GB de memdria RAM, sistema operacional Microsoft Windows 7, versdo 64 bits.
Recomenda-se também, a instalacdo do software NVIDIA Nsight Visual Studio Edition, que

consiste em um depurador de cédigo CUDA integrado ao Visual Estudio da Micrososft.

3.2.1 Configuracao do Ambiente de Desenvolvimento

Como dito anteriormente, os softwares que auxiliam no desenvolvimento de cédigo CUDA-C
estdo disponiveis nas Plataformas Windows, Linux e Mac. Aqui sera apresentado a configura-
¢do do Microsoft Visual Studio 2010 para Windows 7 64 bits, para que este possa suportar e
compilar cédigos CUDA-C. Para seguir os seguintes passos, julga-se o entendimento minimo

no uso do referido software.

O primeiro passo, é criar um novo projeto no Visual Studio C++, do tipo “Win32
Console Application”, selecionando a op¢do “empty project” nas configuracoes. Apds a criacao
do projeto, criar um tnico arquivo do tipo “cpp” de nome qualquer, mas adicionando a extensao

.cu”, como na Figura 3.2,

Com o projeto criado, vamos atribuir o projeto para rodar tanto em plataformas 32bits

e 64 bits, clicando com o botdo direito em “Solution”, selecionar “Configuration Manager".
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rSqution Explorer

=@ 2| a
3 Solution 'AntenasCUDA' (1 project)
4 [Z7] AntenasCUDA
> @ External Dependencies
[ Header Files
[ Resource Files
4 |F Source Files

1==| main.cu

"m
Q
5
EL
=1
o
=
(=]
o
3
-
g
3
o
=
(=]
o
B

Figura 3.2: Estado de um projeto CUDA inicial

Dentro da nova janela, na caixa de nome “Plataform", selecionar a opgado “New" e ird surgir a
Figura 3.3. Na caixa de didlogo selecione x64 em “New Plataform" e Win32 em “Copy settings

from".

r 5
MNew Project Platform |M

Mew platform:

st g

Copy settings from:

| Win32 -

[¥] Create new solution platforms

| oK ] | Cancel |

(S ]

Figura 3.3: Local onde deve-se atribuir que o projeto rode em plataformas 32 e 64 bits

O préximo passo, é configurar o compilador CUDA para os arquivos de extensao “.cu”.
Clicando com o bot3o direito no nome do Projeto e selecionando “Build Customizations'.
Dentro da caixa de didlogo que aparece, selecionar “"CUDA 4.0 targets” como na Figura
Figura 3.4.

Em seguida, clicar com o botdo direito no arquivo de extensao “.cu” e selecionar
“Properties”. Na aba superior “Configuration” marcar “All configuration” e na aba "Plata-
form" selecionar “All Plataforms”. Dentro da caixa de op¢des, no item “Type Field" selecionar
“CUDA C/C++" como na Figura 3.5.

Apds aplicar a dltima instrucao, deve-se clicar com o botao direito no projeto e acessar
as “Properties”. Na arvore de itens a esquerda acessar “Configuration Properties -> CUDA

C/C++". Apds, na aba “Configuration” selecionar “All Configuration” e na aba “Plata-
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Visual C++ Build Customization Files

[ER=)

Available Build Customization Files:

MName

Fil cupa 4.901arg

[ cupa 3.1(targets, .props)
[F] cupa 3.2(targets, .props)

[ le(targets, .props)
[ masm( targets,

Path

S$(VCTargetsPath)\BuildCustomizations\ CUDA 3.1 targets
5{VCTargetsPath)\BuildCustomizations\ CUDA 3.2 targets

=ts, .props) SVCT algét'sl‘ath)\ﬁuildCustomiz__a_tinm\CUDA 4.0.targets

$(VCTargetsPath)\BuildCustomizations\lc targets

.props) $(VCTargetsPath)\BuildCustomizations\masrm.targets

€|

n

L

| Find Bxsting..

[ Refreshiist |

g

Figura 3.4: Local de configuragao do compilador CUDA no projeto

. _
Hellocu Property Pages il (SN NN Sl s S - i i

Configuration: [ All Configurations

~| Platform: [All Platforms

'l [ Configuration Manager... ‘

a Configuration Properties
General

| tem type determines the build tool for the file

Excluded From Build MNo
T oA G- 5l
;Ilem Type

[ ok || cancel |

I Apply

Figura 3.5: Definindo o tipo do arquivo .cu

form” marcar “x64". Dentro da caixa de op¢des a direita, selecionar “x64-bit(-machine64)" na
op¢ao “Machine Plataform”, como exemplificado na Figura 3.6. Apds aplicar estas modifica-
¢Oes, mantenha a mesma janela aberta!

Com a mesma janela de op¢des aberta, é necessdrio configurar as op¢des de linker
das bibliotecas CUDA. Na aba superior “Plataform” marcar “All plataform” e em seguida,

selecionar o seguinte caminho na arvore de op¢oes na esquerda: Configuration Properties ->
Linker -> Input. Dentro do campo “Additional Dependencies field" na caixa de texto a direita,

adicionar “cudart.lib” como na

Figura 3.7
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[cudatieliowerld Property Pages: W TN Seim—"  owmn S— - - — [ER )
Configuration: |All Configurations v | Pletform: | Active64) v [ Configuration Manager... |
| [+ Comman Properties CUDA Toolkit Custom Dir
4 Configuration Properties Source Dependencics
General Compiler Qutput (obj/cubin) S(IntDir)%(Filename) %a(Extension).obj
Debugging Additional Include Directories
VC++ Directories Keep Preprocessed Files Mo
C/Ce+ Keep Directory §(CudalntDir}
4 CUDAGICHY NVCEC Compilation Type Generate hybrid object file {--compile)
Casien T 5+ machine 62 &
Device
Host
Command Line
Linker
# Manifest Tool

XML Document Generator
I+ Browse Information

Build Events

# Custom Build Step

i» Code Analysis
| | Target Machine Platform
| | Select the platform for the target machine (86 or x54),

ol I b
[ 0K ] | Cancel I [ Apply. I

e = F]

Figura 3.6: Configurando o compilador NVCC CUDA para plataformas x64

- SR

.
CudaHelloWorld Property Pages

Configuration: [All Configurations ~| Platform: ~[All Platforms =] [ Configuration Menager... |
> Common Properties cudart lib; kernel3Llibuser32.Jib:gdi3 2.libswinspoollib - |
4 Configuration Properties Ignore All Default Libraries
General Ignore Specific Default Libraries
Debugging Module Definition File
VCo+ Directories Add Module to Assembly
i i+ Embed Managed Resource File
b ERAGICE: Force Symbol References
# ket Delay Loaded Dils
Senesal Assembly Link Resource
Input
Meanifest File
Debugging
System
Optimization
Embedded IDL
Advanced

Command Line
 Manifest Tool

| XML Document Generator
I  Browse Information
» Build Events
- Custorn Build Step
I Code Analysis |
| Additional Dependencies
| Specifies additional items to add to the fink command fine [i.e, kemel32,lib]

[ ok [ concet |[ appy |

= 3

Figura 3.7: Adicionando o linker das bibliotecas CUDA

Com todos estes passos, o Visual Studio 2010 ja estd configurado para compilar e
executar os cédigos CUDA. Para finalizar, vamos configurar o editor para que ele reconheca os
arquivos “.cu” como arquivos do software Microsoft Visual C/C++ 2010. Na barra de menus

na tela principal do Visual, selecionar “Tools” e em seguida “Options”. Dentro da janela que
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ird surgir, seguir o seguinte caminho na arvore de opg¢oes a esquerda: “Text Editor -> File

Extension”. Adicionar a extensdo “.cu” ao Microsoft Visual C4++ como na Figura 3.8

Options m ] " ._‘@ iz

4 Text Editor a Extension:  Editor:

General Microsoft Visual Basic >
File Extension
I All Languages Extension Editing Experience

» Basic cu Microsoft Visual C++

I s
C/C++
55
F&
= HTML
JScript E
PL/SQL
Plain Text
= SQL
SQLCE
T-50QL90
XAML
> AML " Map extensionless files to: Microsoft Visual Basic
= KOML

Figura 3.8: Adicionando os arquivos .cu ao editor do Microsoft Visual C/C++

Vale ressaltar que, os passos onde envolvem a adicao de op¢des relacionadas a plata-
forma 64bits, ndo precisam ser executadas caso o trabalho seja realizado em maquinas de 32
bits. Mas como as maquinas de 64 bits ja estdo bem difundidas é bom avaliar se vale a pena

ja deixar a configuracao para ambas.

3.3 Modelo de Arquitetura e Fluxo de um

Programa

A evolucdo das arquiteturas das GPU'’s, permitiu a otimizagdo na execu¢cdo de uma grande
quantidade de threads. Apesar de possuirem um memoria global lenta, as GPU's conseguem
sobrepor a laténcia da memdria global com um recurso de chaveamento entre blocos e threads,
que resulta em um alto niimero de instrugdes executadas por unidade de tempo. Como meio
de comparagdo, poderiamos dizer que, enquanto a CPU utiliza grande parte do seu chip para
cache e controle de fluxo, a GPU usa para mais unidades de processamento (ntcleo) visando
melhorar a vazdo (instrucdes por segundo). A Figura 3.9 mostra o modelo de arquitetura de
uma GPU CUDA em relacao a uma CPU.

A comunicacdo entre a GPU e a CPU em aplicagbes gerais, ou seja, que n3o sejam

para propdsitos graficos, se da através do fluxo de 5 passos basicos:
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Control

CPU GPU

Figura 3.9: Comparacao do desenho de uma arquitetura de GPU frente a de uma CPU

1. A CPU envia e escreve dados na memdria global da GPU.

2. A CPU invoca a fun¢do que ird executar na GPU

3. A GPU divide o fluxo de dados e executa em paralelo dentro dos seus nticleos.

4. A GPU devolve os dados para sua memdria global.

5. Apéds o término da execucdo da funcdo, a CPU copia os dados para sua memdria
global.

Somando-se as fungdes graficas que uma GPU oferece a uma CPU, com essa nova
funcdo de troca de informagcdes com a CPU para programacgao de aplicacdo de propdsitos
gerais, temos um modelo identificando a APl em comunicagdo com o sistema na Figura 3.10.
Temos ilustrado a pilha de softwares da plataforma CUDA, composta pelo driver de acesso
ao hardware, que faz toda a comunicagdo do Host (CPU) com o Device (GPU), seja para
trabalhos graficos ou de propdsitos gerais. Em seguida, tem-se um componente runtime e as
bibliotecas matematicas como a CUBLAS e a CUFFT, e por fim, no topo da pilha encontra-se
a API da plataforma CUDA.

3.4 Hierarquia de Blocos e Threads

Com a arquitetura CUDA, a NVIDIA introduziu um novo conceito na computagdo paralela,
o SIMT: single-instruction multiplethread. Tal arquitetura cria e gerencia automaticamente
threads paralelas que serdo alocadas em um ou mais blocos paralelos, que por sua vez, estarao
inseridos em um Grid (Grade). Um bloco é a unidade bdsica de organizagdo das threads e
de mapeamento para o hardware. Um bloco de threads é alocado a um multiprocessador

da GPU. Pode-se pensar nestes blocos, como sendo cépias de um dado kernel (funcdo que
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CPU
Application
J
CUDA Libraries
t ¥
CUDA Runtime
} i
CUDA Driver
GPU

Figura 3.10: Conjunto de Comunicacao da API CUDA com Host

serd executada pela GPU), que irdo executar cada um, o mesmo peda¢o de cédigo com um
determinado nimero de threads em cada bloco, sendo possivel a criagdo de blocos de até
trés dimensdes. Ja o grid, é a unidade bdsica onde estdo distribuidos os blocos e a estrutura
completa de distribuicdo das threads que executam um kernel, e podem ter até duas dimensoes.
E nele que esta definido o niimero total de blocos e de threads que serdo criados e gerenciados
pela GPU. A Figura 3.11 mostra um exemplo de um grid com seus blocos e threads, enquanto

no Apéndice A é apresentada uma explicagdo mais detalhada.

Tal modelo de hierarquia, exige que tenhamos uma forma de identificar os indices dos
blocos e suas respectivas threads, para que possamos trata-las de forma individual dentro de
cada kernel. A maneira certa de se fazer isso, é através de algumas varidveis built-in (varidveis
definidas em tempo de execu¢do CUDA) que serdo vistas na Subsecdo 3.5.4. Um grupo de
threads dentro de um mesmo bloco podem sincronizar sua execucao e se comunicarem através
da meméria compartilhada (Secdo 3.7), essas duas caracteristicas geram grande ganho na

computacao paralela.
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Block (1, 0)
33555 5% 5% |
222242222222 | |

Block (1, 1)
AIAIIARINY
) !_:tr:-{r:- 32

nlnd:_ (1, 1)

Figura 3.11: Modelo da organizacao de um grid com seus blocos e threads

Outra caracteristica importante em entender na arquitetura, é o conceito de warp. Um
warp faz referéncia a um conjunto de 32 threads que estao “entrelacadas” e sdo executadas em
conjunto, em cada linha de um programa, onde cada thread em um warp executa as mesmas
instruces em dados diferentes (Sanders and Kandrot, 2010). Este conceito é importante para

entender os beneficios e desvantagens da Meméria Constante e serd visto na Secgdo 3.7.

3.5 Extensoes CUDA para C/C++

Junto da arquitetura e do compilador, a NVIDIA trouxe algumas particularidades do CUDA

para a linguagem C/C++. A comegar pelas nomenclaturas “Host” e “Device”, que significam
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CPU e GPU respectivamente. Por diversas vezes teremos expressdes como: “copiar da meméria

do host para a memoria do device” nas literaturas envolvendo CUDA.

Outra palavra muito utilizada sera a palavra “Kernel”. A modulariza¢3o esta presente
nos cédigos acelerados utilizando CUDA, o que leva os cédigos a serem implementados em
forma de fungdes. Dentro do contexto CUDA, uma fungdo executada na GPU (device) que é

invocada pela CPU (host) é denominada Kernel.

Na parte da codificacdo em si, a APl da plataforma CUDA introduz quatro novas
“extensdes’ a linguagem C/C++: Qualificadores de tipo de fun¢do; Qualificadores de tipo de

Variavel; Nova sintaxe de chamada de Funcao; Varidveis internas para acessar indices.

3.5.1 Qualificadores de tipo de Funcao

Os qualificadores de fungdes foram adicionados a plataforma CUDA para indicar o local de
invocacao de um Kernel, seja no host ou device. S3o trés qualificadores, que serdo colocados

sempre na declaragao do kernel: __global__, __device__, __host__

e __global__ : Usado para indicar que um kernel vai ser executado no device, mas deve
ser chamado pelo host. Fungdes deste tipo ndo suportam recursao, ndo podem possuir
variaveis estaticas dentro de seu corpo, seu nimero de argumentos deve ser fixo, deve
ter retorno do tipo void e possuir uma configuracao de execug¢do que sera visto na
Subsecdo 3.5.3.

e __device__ : Usado para indicar que um kernel vai ser executado no device e chamado

pelo device. Além de ndo suportar recursao, varidveis estaticas em seu corpo e nliimero
fixo de argumentos, este tipo de funcdo ndo pode ter seu endereco recuperado. Nao é

necessario uma configuracao de execu¢do como no tipo __global__.

e __host_

: Usado para indicar que uma fungao serd executada e chamada a partir do
host. Geralmente n3o é utilizado sozinho, pois a auséncia de um qualificador representa

o tipo __host__ por padrao.

e __device host__ : Podem ser usados combinados, para os casos onde o kernel

deve ser compilado tanto pelo device quanto pelo host.
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3.5.2 Qualificadores de tipo de Variavel

Assim como acontece com as fun¢des (kernels), algumas varidveis precisam que seja especifi-
cado o local onde serd armazenada, na GPU ou na CPU. S3o trés qualificadores de variaveis

que aparecem na sua declaracdo: __device__, __constant__ e __shared__.

e __device_

. Indica que a varidvel ird ser alocada na memdria global da GPU. Podera
ser acessada por todas as threads de um grid e também pela CPU através da biblioteca

runtime do CUDA, tendo seu tempo de vida igual ao da aplicagao.

e __constant__ : Possui todas as caracteristicas do qualificador __device exceto

—1
pela sua localizagcdo, que serd na memdria constante da GPU, que serd explorada na
Secdo 3.7. Implica na declaracdo de uma varidvel estatica. Ndo podem ser atribuidas a

partir da GPU, sendo permitida sua atribuicdo pela CPU através da biblioteca runtime.

e __shared__ : Este tipo de varidvel possui algumas caracteristicas diferenciais. Elas
residem na memdria compartilhada da GPU (Secdo 3.7), estando acessiveis apenas para
as threads de um mesmo bloco e possui tempo de vida igual ao do bloco. Implica na
declaracdo de uma varidvel estdtica. Este tipo de varidvel ndo pode ser inicializada em

sua declaracdo.

Algumas consideracoes devem ser feitas para estes ultimos trés tipos de qualificadores
de varidveis. N3o podem ser usados em declara¢des de structs, union, paramentros formais
e varidveis locais dentro de uma funcdo que é executada pelo host. As varidveis destes tipos
de qualificadores ndo podem ser definidas como a palavra extern. Tendo como exce¢do as

variaveis do tipo __device__ alocadas dindmicamente.

3.5.3 Sintaxe de um Kernel

Utilizando os qualificadores de tipo de fungdo (Subsecdo 3.5.1) é possivel escrever a assinatura
e o corpo de um Kernel que sera executado na GPU. A forma de se escrever um kernel é
praticamente igual a uma fun¢ao normal escrita em C, tendo como diferencial os qualificadores.

Abaixo a estrutura e um exemplo de um kernel:

qualificador tipoRetorno nomeKernel(paramentros);
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__global  wvoid kernel(int a, int b);
__device  int kernel 2(double a, int b);

Figura 3.12: Exemplo de assinatura de kernels

O kernel recebe o qualificador __global__, o que o transforma em uma fun¢do que

P }
serd chamada pelo host e executada no device. Ja kernel_2 recebe o qualificador __device__
e serd chamado e executado pelo device. Todos os detalhes, restricbes e caracteristicas dos

qualificadores foram explicados na Subsecao 3.5.1.

Para que um kernel possa ser invocada a partir do host e seja executado no device, é
preciso especificar alguns parametros de configuracao na hora de sua chamada. Estes novos

e entre os simbolos

parametro, devem aparecer nas chamadas de fun¢des do tipo __global

“<<<>>>", da seguinte forma:

<K< Dg, Db, NS, S >>>

Destes 4 parametros, os dois primeiros sao obrigatérios:

Dg especifica uma varidvel do tipo dim3 (Subsecdo 3.5.4) que informa ao kernel a di-

mensao e o tamanho do grid, ou seja, o nimero de blocos usados para tratar o kernel,

Db especifica uma varidvel do tipo dim3 que informa ao kernel a dimensdo e o tama-
nho de cada bloco, ou seja, o nimero de threads que cada bloco ird conter para tratar o
kernel,

Os outros dois pardmetros (NS, S), sdo opcionais:

NS especifica uma varidvel do tipo “size_t" que informa o tamanho, em bytes, do
espaco que sera reservado dinamicamente na memodria compartilhada por cada bloco

(Segdo 3.7);

S especifica uma varidvel do tipo “cudaStream_t" relativa a um stream adicional (Segdo 3.10).

A Tabela 3.1 traz um resumo dos parametros.
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Parametro | Tipo | Obrigatoério Funcao
Dg dim3 Sim Dimensao e tamanho do grid
Db dim3 Sim Dimensao e tamanho de cada bloco
Ns size_t Nao Numero de bytes da memoria compartilhada em cada bloco
S dim3 Nao Especifica uma stream adicional

Tabela 3.1: Paramentros de Configuragao de Execugao. Fonte (Lopes and Azevedo, 2008)

O tipo dim3 corresponde a um vetor de inteiros especializado para a definicao de

dimensdes. Ao invocar um kernel onde os parametros de configuracao sao do tipo “int”

kernel<<<1,1>>>(a, b);

estamos automaticamente informando ao device que os blocos e threads serao configurados
apenas com uma dimens3o. Para trabalharmos com mais de uma dimens3o, deve-se criar
uma variavel do tipo dim3, informando a dimensdes dos blocos e threads na hora de sua
criacdo. Por exemplo, caso queira criar um grid de 16 blocos bidimensionais, sendo cada bloco

composto de 20 threads bidimensionais, devem-se seguir os passos abaixo:

dim3 blocos(16, 16);
dim3 threads(20, 20);

kernel<<<blocos, threads>>>(a,b);

Vale ressaltar que, cada GPU tem um ndmero limite de blocos (65.535 durante o
desenvolvimento deste trabalho) e threads (512 por bloco na placa utilizada neste trabalho)
que podem ser lancados em um kernel, forcando o desenvolvedor a conhecer as especificacdes
de sua GPU, para que n3o viole qualquer tipo de restricio da mesma. O tipo dim3 estd
disponivel na biblioteca de runtime do CUDA. Para nenhuma das varidveis Built-in é possivel

realizar atribuicdo de valores (Rocha and Filho, 2010).

3.5.4 Variaveis Internas

A APl do CUDA nos fornece uma série de varidveis Built-in, que s3o variaveis definidas em

tempo de execucdo e servem para representar o grid, a dimensao dos blocos e os indices das
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threads, sendo permitidas apenas dentro de um kernel. Abaixo temos as principais varidveis

de indices e na tabela 3.2 um quadro com um resumo de suas caracteristicas.

threadldx.x, threadldx.y e threadldx.z armazem o indice para as trés dimensdes que uma

thread pode ter

blockldx.x e blockldx.y armazem para as duas dimensdes que um bloco pode ter

blockDim que armazena a dimensao do bloco, ou seja, niimero de threads

gridDim que armazena a dimensao do grid, ou seja, nimero de blocos

Variavel | Tipo Especificacao

gridDim | dim3 Dimensao do grid

blockldx | unit3 Indice do bloco no grid
blockDim | dim3 Dimensao do bloco
threadldx | unit3 Indice da thread no bloco
warpSize | int | Contém o tamanho do warp em threads

Tabela 3.2: Varidveis Built-in. Fonte (Lopes and Azevedo, 2008)
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3.6 Modelo de Programacao CUDA C

Apds conhecer as extensoes e novidades que a tecnologia CUDA adiciona a linguagem C, ja
é possivel escrever cédigo para computagdo de propdsitos gerais em CUDA C. Assim como as
novidades, a programacado é bem intuitiva e facil de aprender. Quem ja tem familiarizacdo com

a linguagem C, ird encontrar semelhancas que ajudardo muito na hora do desenvolvimento.

O cdédigo para executar tarefas na GPU, é constituido de basicamente de um fluxo de
passos padrdo: criar ponteiros na GPU, alocar espaco na GPU para estes ponteiros, copiar os
dados que serdo processados para a GPU, executar o(s) kernel(s), copiar os dados processados
de volta para a CPU e liberar o espaco reservado na GPU. Todas as aplicagdes irdo seguir
este padrdo, o niumero de vezes que isto acontece e algumas tarefas adicionais oferecidas pelo
CUDA, vao depender da aplicagdo e do desenvolvedor. Para exemplificar estes passos, serd

considerada uma aplicacdo de soma de dois vetores de niimeros inteiros.

Para a criacao de ponteiros para o device, o processo é o idéntico ao de criar ponteiros
para o host. Mas costuma-se seguir uma convencdo que ajuda a identificar se o ponteiro
esta sendo utilizado na GPU ou na CPU. Ao criar um vetor “a” para o host, o ponteiro do
device que ird receber estes mesmos dados, sera chamado de ‘‘a_d’’. Trata-se apenas de
uma convencao de boas préticas, qualquer um pode criar seu préprio padrao. A Figura 3.13
apresenta a criacdo dos ponteiros para soma de vetores. Como dito, a criacdo dos ponteiros
é feita de maneira comum, apenas com uma identificacdo no nome para facilitar na hora de
lembrar que este ponteiro sera utilizado na GPU.

int a[N], b[N], c[N];
int* a_d, *b d, *c_d;

Figura 3.13: 1° Passo: Criacao de Ponteiros

Apés a criagdo dos ponteiros, deve-se preencher os vetores do host (a, b, c) da forma
que for conveniente. Neste exemplo, a alocacdo do espaco de memdria no host foi feita ja na
criacdo do vetor. Para alocarmos o mesmo tamanho destes vetores na GPU, iremos utilizar
uma fun¢do da API CUDA chamada “cudaMalloc()". Quem j4 estd familiarizado com a fun¢do
“malloc” da biblioteca C padrao, notara que é muito semelhante e simples a alocacdo na GPU.
A fung¢do cudaMalloc() necessita de 2 pardmetros, o ponteiro que fard referéncia ao espaco
alocada na GPU e o tamanho do espac¢o que serd alocado. A Figura 3.14 apresenta a alocagao

dos nossos trés ponteiros criados para a GPU (a_d, b_d, c_d).
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cudaMalloc((void**)&a_d, N * sizeof(int) );
cudaMalloc((void**)& d, N * sizeof(int) )};
cudaMalloc((Uoid**)&c_dl, N * sizeof(int) )

>

Figura 3.14: 2° Passo: Alocagao dos ponteiros da GPU

Com o espaco de memdria devidamente reservado na GPU, precisamos enviar os dados
que estdo no host para estes espacos que acabamos de alocar no device. A funcdo da biblioteca
CUDA que realiza tal tarefa também é bastante intuitiva para os usudrios da linguagem C.
Iremos utilizar a fungdo “cudaMemcpy()" para copiar os dados dos vetores da CPU (a, b, ¢)

para os vetores alocados na GPU (a_d, b_d, c_d). A funcdo requisita quatro parametros:
cudaMemcpy(destino, origem, tamanho, sentido);

Onde destino identifica o ponteiro para onde vai a cépia; Origem identifica o ponteiro dos
dados que serdo copiados; Tamanho identifica o tamanho em bytes dos dados que serao
copiados e; Sentido, que é um parametro especial do CUDA. Ele identifica o sentido da cépia

dos dados que podem ser:

e cudaMemcpyHostToDevice: a cépia serd feita do host para o device.
e cudaMemcpyDeviceToHost: a cépia serd feita do device para o host.

e cudaMemcpyDeviceToDevice: a cépia sera feita do device para o préprio device.

A Figura 3.15 mostra a cépia dos dois vetores que irdo ser somados na GPU.

cudaMemcpy( a_d, a, N * sizeof(int), cudaMemcpyHostToDevice );
cudaMemcpy( b_d, b, N * sizeof(int), cudaMemcpyHostToDevice );

Figura 3.15: 3° Passo: Cépia de dados Ponteiros

Neste momento, os dois vetores que terao seus valores somados, ja foram alocados e
devidamente copiados para a GPU. O préximo passo, é a execucdo do kernel que realizard a
soma dos vetores na GPU. Como descrito na Subsecao 3.5.3, é feita uma chamada de funcao
como na Figura 3.16. Os parametros de execucdo especificos do CUDA (<<<10, 100>>>)

que se referem ao nimero de blocos e threads utilizados durante a execucao do kernel, ficam

27



3.6. Modelo de Programacao CUDA C

add<<<10,180>>>(a_d, b_d, c_d);

Figura 3.16: 4° Passo: Chamada do kernel “add”

a critério do desenvolvedor, analisar e verificar quais as melhores configuragdes para o seu

problema de acordo com as caracteristicas de sua GPU.

A partir desta chamada, o comando da tarefa passa a ser da APl CUDA, enquanto o
host fica livre para realizar outras tarefas ao mesmo tempo que a GPU executa o kernel. Para
este caso especifico, o kernel que serd executado é apresentado na Figura 3.17. A partir daqui,
é a GPU quem gerencia e controla os indices dos blocos e threads definidos pela varidvel “tid".
Cada bloco ira receber uma “cépia” do kernel, e juntamente de suas threads ira realizar a soma
de um pedaco dos vetores. Apds um bloco terminar um pedaco, o comando de repeticao
while testa se ainda existem indices dos vetores que n3o foram somados, se sim, o bloco
assume outro pedaco do vetor, e assim serd até que o fim do vetor seja encontrado. Todo esse
processo, é a GPU quem gerencia, cabendo ao desenvolvedor apenas definir os pardmetros de
execucao que irdo ser atribuidos ao kernel. Um detalhe importante no corpo da funcdo é a

linha de “incremento” da varidvel tid:

tid += blockDim.x * gridDim.x;

é nesta linha de comando, que é atribuido um novo indice para uma thread apds ela ter
terminado de executar sua tarefa em um determinado indice anterior.
__global__ void add(int *a, int *b, int *c){
int tid = threadIldx.x + blockIdx.x * blockDim.x;
while (tid < N){

c[tid] = a[tid] + b[tid];
tid += blockDim.x * gridDim.x;

Figura 3.17: Corpo do Kernel “add”

Finalizando a tarefa que lhe foi solicitada, o device retornard o comando ao host, que
tem que copiar de volta os dados resultantes, calculados no kernel add. Este passo é pratica-
mente idéntico ao da cépia dos dados da CPU para a GPU, exceto pelo dltimo parametro, o

sentido da cdpia, que agora serd do device para o host, como mostra a Figura 3.18. Neste caso,

28



3.7. Hierarquia de Memoria

a cépia € inversa, ou seja, o Ultimo parametro sera cudaMemcpyDeviceToHost, indicando

que a cdpia tem que ser feita da GPU para a CPU.

cudaMemcpy( c, c_d, N * sizeof(int), cudaMemcpyDeviceToHost );

Figura 3.18: 5° Passo: Copia dos dados calculados na GPU para a CPU

Apéds a realizagcdo da cépia dos resultados para o host, resta fazer apenas mais uma
coisa relacionada a GPU: liberar o espaco de memdria. Assim como na linguagem C, onde
temos a fun¢do free() para liberar memdria, também temos que liberar o espaco utilizado no
device antes de encerrar o aplicativo. Como as outras fungdes da biblioteca CUDA, a fungao
de liberar memdria na GPU é a mesma da biblioteca C padrao, com o acréscimo da palavra

“cuda” no inicio, ilustrado na Figura 3.19.

cudaFree(dev_a);
cudaFree(dev_b);
cudaFree(dev_c);

Figura 3.19: 6° Passo: Liberacao de meméria da GPU

O cédigo completo da soma de vetores em CUDA esta disponivel no Apéndice A.

3.7 Hierarquia de Memoria

Como ja comentado, GPU’s modernas estdo equipadas com enormes quantidades de poder de
processamento aritmético. Na verdade, a vantagem computacional que processadores graficos
tém em relagcdo a CPUs, ajudou a precipitar o interesse inicial no uso de processadores graficos
para computacao de propdsito geral. Com centenas de unidades aritméticas na GPU, muitas
vezes, o gargalo n3o é o rendimento aritmético dos chips, mas sim a largura de banda de
meméria do chip. H& tantos ALU’s (Arithmetic Logic Unit) nos processadores graficos que,
as vezes simplesmente ndo podemos manter a entrada rapida o suficiente para sustentar as
taxas elevadas de computagao. Mas felizmente, CUDA nos oferece varios espacos de memoria
diferentes no device durante a execucdo de um kernel. S3o elas: Meméria Global, Memoéria

Local, Meméria Compartilhada, Memoéria constante e Memoria de textura

Toda thread que estd em execu¢do no programa, possui sua propria Memdéria Local,

acessada somente por ela, para fim de armazenamento de dados.
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A Memoria Global é a principal meméria da GPU, ou seja, todo o grid tem acesso a
ela, fazendo com que threads de blocos diferentes possam compartilhar informacdes e dados
processados. Mas ao fazer com que milhares de threads acessem o mesmo espago de memdria,
0 processo pode se tornar lento, fazendo o programador buscar alternativas para melhorar o

desempenho.

Um dos recursos, é o uso da Memoria compartilhada. O compilador CUDA C
trata as varidveis em memdria compartilhada diferentemente do que variaveis tipicas. Ele
cria uma cépia da varidvel para cada bloco que vocé inicie na GPU. Todas as threads de
um determinado bloco compartilhdo tal memdria, mas ndo podem ver ou modificar a cépia
desta variavel que estd em outros blocos. Isto proporciona um excelente meio pelo qual
threads dentro de um mesmo bloco podem comunicar e colaborar em calculos. Além disso,
buffers de memadria compartilhada residem fisicamente no GPU ao invés de residirem na DRAM
(Dynamic Random-Access Memory), fora do chip. Devido a isso, a laténcia de acesso a
buffers de memoéria compartilhada tende a ser muito mais baixa do que de costume, fazendo
uma memoéria compartilhada eficaz para cada bloco. Para uma varidvel pertencer a memoria

compartilhada, ela deve receber o qualificador (3.5.2) __shared__ em sua declarag3o.

Como o nome pode indicar, o uso de Meméria Constante é para dados que ndo
irdo mudar ao longo de uma execucdo de kernel. O hardware da NVIDIA fornece 64KB de
memoria constante, para que ele trate este tipo de memdria de maneira diferente do que
trata a memdria global. Quando se trata de manipulacao de meméria constante, o hardware
CUDA pode transmitir uma tnica leitura de meméria para cada meio warp (3.4), que é um
grupo de 16 threads (metade de um warp que possui 32 threads). Se as threads em um
half-warp fizerem pedidos do mesmo endereco de meméria, a GPU ird gerar apenas um tnico
pedido de leitura e, posteriormente, transmitir os dados para cada thread. Se a GPU esta
lendo certo ndmero de dados da memdria constante, vai gerar apenas 1/16 (cerca de 6 por
cento) do trafego de memdria que seria gasto utilizando a memdria global. E n3o é s6 isso,
apds a leitura de um endereco de memoria de um half-warp, este endereco ficard no cache de
dados constantes, o que possibilitara que outros half~-warp tenham acesso ainda mais rapido

ao mesmo endereco, diminuindo ainda mais o trafego de meméria adicional.

Mas infelizmente, nem sempre a utilizagdo de meméria constante vai garantir a melhoria
de desempenho. Este recurso de retransmissao entre half-warp é um faca de dois gumes.
Embora possa acelerar drasticamente o desempenho quando todas as 16 threads estdo lendo

o mesmo endereco, ele pode resultar em diminuicao de desempenho quando as 16 threads
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de um half-warp forem ler enderecos diferentes, pois as 16 threads estdao autorizadas a fazer
apenas um unico pedido de leitura por vez na memdria constante (Sanders and Kandrot,
2010). Em algumas situa¢des, usando a memdria constante ao invés de memédria global,
podemos reduzir a largura de banda de memdria necessaria, tudo vai depender do desenvolver

analisar o problema e verificar se o uso da mesma ird trazer beneficios a aplicacdo.

Em questao de programacao, ha uma diferenca na hora de copiar os dados para a GPU.
No momento de copiar os dados para a meméria constante da GPU, a funcdo é diferente de
cudaMemcpy(), sendo utilizado a fun¢do cudaMencpy ToSymbol(). Um cédigo de soma entre

vetores utilizando memdria constante é apresenta no Apéndice A.

Assim como a Memdria Constante, a Memodria de Textura é armazenada em cache
no chip, por isso em algumas situagoes, proporcionard maior largura de banda efetiva, redu-
zindo os pedidos para a Memédria Global. Especificamente, caches de textura sdo projetados
para aplicacGes graficas, onde padrdes de acesso a memdria exibem uma grande quantidade
de localidade espacial. Em uma aplicacdo de computacgao, isto implica que uma thread pro-

7 g "
vavelmente va querer ler de um endereco “perto” do seu atual endereco, na qual uma outra

thread estd lendo, como mostrado na Figura 3.20

Thread 0

Thread 1 \’
Thread 2 -
Thread 3 I, ———

Figura 3.20: Threads utilizando a Memdria de Textura. Fonte (Sanders and Kandrot,
2010)

Aritmeticamente, os quatro enderecos indicados ndo sao consecutivos, para que eles
nao sejam armazenados juntos em um cache, o que ficaria parecido com um esquema tipico
de cache em CPU. No entanto, este tipo de memdria é projetado para acelerar os padrdes de
acesso, tendo um aumento no desempenho ao usar memdria de textura no lugar de memdria
global. A memdria de textura oferece diferentes modos de enderecamento, bem como dados
de filtragem para alguns formatos de dados especificos (Rocha and Filho, 2010). Na verdade,
esse tipo de padrao de acesso ndo é tdo comum em computacao de propdsito geral, mas pode
ser de grande ajuda se bem utilizado. Para maiores detalhes e um exemplo de simulagdo de

transferéncia de calor utilizando meméria de textura, consultar (Sanders and Kandrot, 2010).
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A Figura 3.21 mostra a arquitetura das memérias na GPU. Com esta estrutura, a
Meméria Constante e a de Textura possuem melhor desempenho do que a Memédria Local e a
Global, devido a utilizacdo de cache no acesso aos dados. Ja as Memdrias Compartilhadas tem
o melhor desempenho entre todos os tipos por estarem no mesmo chip do microprocessador.
Sendo a Meméria Global a mais custosa no acesso, por estar mais distante fisicamente do

processador.
Grid
Block (0, 0) Block (1, 0)
Thread (0, 0) Thread (1,0) Thread (0, 0) Thread (1, 0)
t 1 1 1
Host
Figura 3.21: Arquitetura dos variados tipos de meméria da GPU.

Fonte (Martins and Lucas, 2010)

Todo o gerenciamento de meméria passa pelo runtime do CUDA, incluindo a aloca-
cdo, liberacdo e transferéncia de dados entre as memdérias do host e do device. As diretivas
responsaveis por esse gerenciamento estdo disponiveis na biblioteca CUDA (Rocha and Filho,
2010).
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3.7.1 Sincronizacao

A perspectiva de comunicagdo entre as threads é um modelo que traz grandes beneficios
para a paralelizacdo de algoritmos, mas tal comunica¢do precisa de alguns cuidados em
certas situagdes. Se queremos uma comunica¢do entre threads, precisamos também de um
mecanismo para sincronizacdo entre threads. Por exemplo, se dada thread A escreve um
valor para meméria compartilhada e queremos que certa thread B faca algo com este valor,
nao podemos deixar a thread B iniciar os seus trabalhos até que saibamos que o trabalho
da thread A estd completo. Sem sincronizagdo, criamos uma condicao de corrida, onde
a correcao dos resultados de execucdo dependem dos detalhes do hardware. Existe um

mecanismo para tratar esse tipo de situa¢ao no CUDA, o comando :

__syncthreads().

Mas alguns cuidados tém de ser tomados. A arquitetura CUDA garante que nenhuma
thread va avancar para uma instrucao além do __syncthreads() até que cada thread no
bloco tenha executado o __syncthreads(). Infelizmente, se o __syncthreads() entrar em
uma divergéncia (um “if" por exemplo), algumas das threads nunca vao chegar ao comando
syncthreads(). Portanto, por causa da garantia de que nenhuma instrucdo apds um

__syncthreads() possa ser executada antes que cada thread tenha executado a mesma,
0 hardware simplesmente continua a esperar por essas threads. E espera para sempre. O
comando __syncthreads() é um mecanismo poderoso para garantir que sua aplicacdao
massivamente paralela calcule resultados corretos. Mas por causa do potencial para causar
consequéncias nao intencionais, € preciso tomar cuidado ao usd-lo. Um cédigo de produto de
vetores, que faz uso da memoria compartilhada e da sincronizacido de threads, estd disponivel

no Apéndice A.

3.8 Eventos

Desenvolvedores estdo acostumados a criar suas aplicacoes, e no fim, testar e comparar com
outras aplicacdes que executam a mesma tarefa, para mensurar o seu desempenho em relacdo
ao tempo. Podem-se usar os temporizadores da CPU ou do Sistema Operacional, mas com isso
vamos incluir a laténcia e varia¢do de qualquer tipo de fonte (threads do sistema operacional
por exemplo). Se a finalidade é mensurar toda a aplicagdo em conjunto, este método estd de
acordo. Mas caso queiramos medir o tempo que uma GPU gasta para executar determinada
tarefa, temos de utilizar os Events da APl CUDA.
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Um Evento em CUDA é como um carimbo de tempo da GPU, que é gravado em
determinado ponto do tempo. Este recurso consiste em apenas duas etapas: criar um Evento

e posteriormente, gravar o Evento.

e Criar as varidveis para marcar o evento com o tipo cudaEvent_t: start, stop.
e Criar o evento com a chamada cudaEventCreate (&start)

e Iniciar o evento com a chamada cudaEventRecord(start, 0). O segundo pardmetro serd

explicado na secdo 3.10.
e Parar o evento com a chamada cudaEventRecord(stop, 0).
e Sincronizar o evento com a chamada cudaEventSynchronize(stop).

e Calcular a diferenca entre “start” e “stop” para ter o tempo gasto pela tarefa feita pela

GPU com cudaEventElapsedTime(&variavelFloat, start, stop)

e Destruir as varidveis de evento com cudaEventDestroy(start) e cudaEventDestroy(stop);

O dltimo passo se faz necessario, devido a certa caracteristica da GPU. Ela s6 ira
retornar a marcacao do tempo final de um evento, apds terminar todas as suas operacoes, ou
seja, ao solicitar o fim de um evento ao mesmo tempo em que a GPU executa outras tarefas,
este tempo nao serd retornado de imediato. Ele ficara em uma fila de eventos, aguardando
que todas as tarefas da GPU terminem. Este procedimento sé é possivel através da instrucdo

cudaEventSynchronize(stop).

Logo em seguida, para calcular o tempo que o kernel demorou para realizar a tarefa,
langamos uma chamada para cudaEventElapsedTime(&variavelFloat, start, stop),
com uma variavel float que ird receber o resultado e as duas varidveis do tipo cudaEvet_t.
E por fim, destruimos as varidveis de evento com chamadas para cudaEventDestroy(). No

Apéndice A é apresentado um kernel de soma de vetores utilizando eventos CUDA.

3.9 Atomics

Existem algumas situa¢des onde, algo incrivelmente simples de implemetacao no modo single-
thread, apresenta um sério problema quando tentamos implementar em uma arquitetura mas-

sivamente paralela (GPU). Assim como existem diferentes modelos de CPU com diferentes
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capacidades e conjuntos de instrucoes, a arquitetura CUDA também tem suas diferencas de
modelos de placas diferentes. Tais diferencas sdo apresentadas pela Capacidade de Computa-
¢do (Compute Capability) de uma GPU NVIDIA, que até a producdo deste trabalho poderiam
variar entre 1.0 e 3.0. As Capacidades de Computacido de cada GPU da NVIDIA podem ser
encontradas em (Nvidia, 2012).

Antes de trabalhar com operacdes atomicas, deve-se procurar saber se a GPU da
suporte para tais operagoes, através da sua Capacidade de Computacdo que deve ser 1.1 ou
superior, para suportar a referida tarefa na memdria global da GPU. Caso a intencdo seja
utilizar operagdes atdmicas na meméria compartilhada, a GPU tem de ter uma capacidade de
computacdo 1.2 ou superior. Além disso, é preciso informar ao compilador que o cédigo exige
capacidade de computacdo 1.2 ou superior. Como este trabalho foi desenvolvido em ambiente
Windows e Microsoft Visual Studio 2010, segue abaixo os passos para configurar a Capacidade
de Computacdo no Visual Studio 2010.

e Na janela principal do Visual, clicar em: Properties do menu Project.

e Na janela que ira aparecer, navegar pela arvore de itens da esquerda pelo seguinte

caminho: Configuration Properties -> CUDA C/C++ -> Device.

e Nas opcbes da esquerda, no campo Code Generation modificar o valor
““compute_10,sm_10" pelo valor da capacidade de computacao da GPU utilizada. Neste
trabalho foi utilizado uma GPU de capacidade de computacgao 2.0, desta forma, o campo
fica com o valor “compute_20,sm_20". A Figura 3.22 apresenta o resultado desta con-

figuracao.

O melhor exemplo de operacdes atomicas, se da através do operador de incremento
“r 4+ +" da biblioteca C. Onde apds executar essa expressdo, o valor de “z” deve ser maior do

que antes de executar o incremento. Tal operacdo exige trés passos:

e Ler o valor de x.
e Adicionar 1 ao valor lido na primeira etapa.

e Escrever o resultado de volta para .
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Figura 3.22: Modificando a Capacidade de Computagao da GPU no Visual Studio 2010

Este processo pode ter sérias complicacdes quando duas threads necessitam realizar o

mesmo incremento na varidvel “z”, resultando em um resultado desfavoravel como no exemplo

da Tabela 3.3, onde o valor final de “z” deveria ser 9 e acabou sendo 8. Quando transportamos

um coédigo single-thread para uma versao multithreaded, surge um grande potencial para

resultados imprevisiveis se as miultiplas threads precisarem ler ou escrever valores em uma

mesma variavel.

Passo Exemplo
Thread A 1é o valor de x Ale7dex
Thread B 1é o valor de x Blé 7 dex
Thread A adiciona 1 ao valor lido | A resulta 8
Thread B adiciona 1 ao valor lido | B resulta 8
Thread A escreve o resultado em x | x = 8
Thread B escreve o resultado em x | x = &

Tabela 3.3: Operagoes atomicas, concorréncia entre threads. Fonte (Sanders and Kandrot,

2010)
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A execucdo destas operagoes nao pode ser quebradas em partes menores por outras
threads, o que leva a nomed-las como operacdes atomicas. A APl CUDA suporta vdrias
operac¢oes atdmicas que permitem operar com seguranca na memaria, mesmo quando inimeras
threads estdo concorrendo pelo mesmo acesso. No Apéndice A estd presente um algoritmo
para calculo de histogramas (Sanders and Kandrot, 2010) utilizando as diretivas de opera¢des

atomicas em GPU.

3.10 Streams

Processadores gréficos da NVIDIA ainda oferecem outra classe de paralelismo, semelhante ao
paralelismo de tarefas encontrado em aplicacées multithread de CPU’s. Ao invés de computar
simultaneamente a mesma funcao em lotes de dados como se faz com o paralelismo de dados,
o paralelismo de tarefas consiste em um aplicativo fazer duas ou mais tarefas completamente
diferentes de forma paralela, como por exemplo, baixar algo da rede enquanto faz um calculo
aritmético qualquer. As tarefas estariam em paralelo, apesar de ndo ter ligacdo uma com
a outra. O paralelismo de tarefas na GPU ndo ¢é t3o flexivel como em um processador de
propdsitos gerais, mas oferece algumas vantagens que podem ajudar o desenvolvedor em suas

implementacoes.

Uma Stream CUDA é uma fila de operagoes de GPU que sdo executadas em uma
ordem especifica. Essas operagdes podem ser tratar de um lancamento de kernel ou até
cépias de memdéria. A ordem em que as tarefas serdo executadas é a ordem em que elas sdo
adicionadas a Stream especifica, sendo possivel que elas sejam executadas em paralelo. Os
Eventos, vistos na Secdo 3.8, estdo diretamente relacionados com as Streams. Nas chamadas
para cudaEventRecord(start, 0), o segundo pardmetro serve para indicar uma Stream no
qual o evento ird ser relacionar, ou seja, o evento ird iniciar na primeira tarefa da Stream

referida, e terminar na dltima tarefa da mesma.

O primeiro passo para incluir uma Stream, é verificar se o device utilizado, suporta o
recurso chamado de Sobreposicdo de Dispositivos. Este recurso permite que a GPU execute
simultaneamente um Kernel CUDA e uma cépia de dados entre as memdrias do device e do
host. E possivel recuperar tal informagdo, através da propriedade deviceOverlap da estru-
tura cudaDeviceProp presente na APl CUDA e exemplificada no Apéndice A. A seguir, as

chamadas para criar uma Stream CUDA:
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e Criar uma varidvel do tipo stream: cudaStream_t nomeVariavel

e Criar a stream: cudaStreamCreate (&nomeVariavel)

Apbs criada, podemos adicionar tarefas a Stream, como cépia de dados entre as me-
morias e langamentos de kernels. Para adicionar uma cépia de memdria na fila de uma stream,
é preciso utilizar uma versdo diferente de cudaMemcpy() ao copiar os dados entre GPU e
CPU, além de uma funcao diferente para alocar memdria no host. Para fazer a cépia entre as

memdrias, tanto para copiar da CPU para GPU, quanto o sentido inverso, tem-se que utilizar

cudaMemcpyAsync(destino, origem, tamanho, sentido, stream)

que ird fazer com que a cdpia tenha caracteristica assincrona, ou seja, temos a certeza que ela
ird acontecer, mas ndo se sabe em que momento ira ocorrer. Isso nos leva ao segundo caso,

a alocacao no host tem que ser do tipo

cudaHostAlloc(enderego, tamanho, cudaHostAllocDefault)

onde o Ultimo parametro neste caso é default, podendo assumir outros valores. Essa ultima
chamada é necessaria, pois nao se sabe em que momento a cépia serd feita. Com esta chamada
os dados e seu endereco de memdria nao serdo paginados pelo sistema operacional, evitando
que elas vao para o disco rigido em algum momento, fazendo com que fiquem disponiveis o
tempo todo e n3o correndo o risco de estarem indisponiveis no momento em que a Stream
invocar a copia entre os dados. Este recurso, assim como o recurso de memoria compartilhada,
pode trazer alguns problemas. O desenvolvedor tem que estar atento, pois a utilizagdo de
memoria ndo paginada, pode comprometer o desempenho de outras aplicagdes em uso no
computador. Se bem utilizada, trard grandes beneficios aplicacdo, assim como prejuizos se

nao aplicada corretamente.

O paralelismo de tarefas, ndo se da apenas com o uso de uma Stream. Temos que
utilizar duas ou mais Streams para se alcangar o paralelismo de tarefas. No Apéndice A é
apresentado um aplicativo onde é feito a soma de dois vetores e aplicado o resultado em um
terceiro, a0 mesmo tempo em que, outros 3 vetores fazem a mesma operagdo, com o uso de

Streams.
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Capitulo 4

Implementacoes e Resultados

T ara aprofundar os conceitos da tecnologia CUDA, além da aplicagdo dos algoritmos
presentes em (Sanders and Kandrot, 2010), foi proposto o desenvolvimento de um
algoritmo de busca de vizinhos onde, dado um determinado conjunto de pontos cartesianos,
devem-se localizar os vizinhos de cada ponto de acordo com suas respectivas coordenadas
e seu raio. A procura por vizinhos, as vezes se torna um dos gargalos de desempenho de
varios algoritmos que necessitam de uma otimizacao elevada, como por exemplo em Métodos
Numéricos sem Malha (Fonseca, 2011), que sdo métodos utilizados para simular fenémenos
fisicos naturais de alto grau de precisdo, e que necessitam da etapa de localizagdo de vizinhos,
que por sua vez, torna-se uma etapa muito mais lenta ao se comparar com os classicos Métodos
de Elementos Finitos (Hughes, 2000).

A busca de vizinhos em Métodos Numéricos sem Malha é baseada a partir do conceito
de Dominio de suporte. O Dominio de Suporte determina o nimero de nds usados para
aproximar uma funcdo em um ponto x, podendo ter diferentes formas e tamanhos, além de

variar entre diferentes pontos de dominio, como na Figura 4.1.

Dominio de suporte

Figura 4.1: Dominio de Suporte em diferentes pontos e formas. Fonte (Lima, 2011)
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Em (Lima, 2011) sdo apresentados trés estratégias de buscas de vizinhos baseadas
em Dominio de Suporte: ShapeSupportDomain, InfluenceSupportDomain, KnodesSupportDo-
main. Todos elas implementadas na biblioteca Computational Geometry Algorithms Library
(CGAL), que é uma biblioteca de geometria computacional, cujo propdsito principal é fornecer
acesso facil a algoritmos geométricos eficientes e confidveis. Ela é escrita em linguagem C++,
e usada em vdrias dreas como computacdo grafica, sistemas de informagdes geogréficas e ou-
tros (CGAL, 2012). Os algoritmos que realizam estas estratégias, sdo todos otimizados com
arvores de buscas, sendo extremamente eficientes. O objetivo aqui, é aplicar a estratégia sha-
peSupportDomain sem a utilizagdo de arvores de busca, e logo depois, aplicar a paralelizacao
deste algoritmo para GPU's utilizando CUDA.

4.1 Implementacao na CPU

A Figura 4.2 apresenta o algoritmo implementado para a busca de vizinhos para a CPU.
Iniciamos o processo lendo um arquivo de entrada contendo as informac¢des dos nés como:
o nimero de nds, as coordenadas cartesianas de cada né (x, y, z) e os respectivos raios de
cada ndé. Apds a leitura do arquivo, é construido o dominio do problema, atribuindo além das
caracteristicas lidas no arquivo, a coordenada maxima possivel para um ponto. A cada ponto
adicionado, s3o atribuidos os valores referentes a construcdo do dominio de suporte sobre
ShapeSupportDomain, que neste trabalho ird ser representado por um retangulo. Com todos
os pontos adicionados com seus respectivos dominios de suporte caracterizados, podemos
aplicar a equagao da distancia entre dois pontos, para distinguir os pontos que sao realmente

vizinhos do ponto analisado naquele momento, adicionado os mesmos a uma lista de vizinhos.

O ShapeSupportDomain consiste em: a partir de um ponto X, realizar uma busca pelos
possiveis vizinhos deste ponto demarcados por uma figura geométrica qualquer que é baseada
no raio do ponto x, como na Figura 4.3, onde C delimita o dominio de suporte e R o raio de

X.
A Partir disso, é feita uma busca dos verdadeiros vizinhos do ponto x, utilizando a

equacgao da distancia entre dois pontos sobre os pontos que estao dentro dominio de suporte,

como apresentado na Figura 4.4.
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1 Leitura dos nés (CPU);

2 para cada leitura de um no sobre o dominio faga

3 Adicionar o ponto ao dominio;

4 Calcular o retangulo que ira caracterizar o dominio de suporte;

5 fim para cada

6 Localizando Vizinhos (CPU);

7 para cada no sobre o dominio faga

8 Localizar os possiveis vizinhos do né atual através do dominio de suporte;
9 Localizar os verdadeiros nés vizinhos que exercem influéncia ao raio do né atual,
10 Adicionar os nés vizinhos na lista de vizinhanca;

11 fim para cada

12 Escrever a solucao;

Figura 4.2: Visao geral do algoritmo implementado para a CPU

C 3
R5 \..i"' e, .
T @y
6 F E
- 4
e/ L o
L

3

Ny 9
i 4
] X i
% ‘; x @

Figura 4.4: Busca dos verdadeiros vizinhos do ponto x. Fonte (Lima, 2011)

4.2 Implementacao na GPU

A principio, todo o cédigo implementado para a CPU foi feito com o paradigma de orientagcao
a objetos, mas devido algumas restricoes da arquitetura CUDA, muitos dos conceitos de

orientacdo a objeto tiveram que ser retirados, para efeito de compatibilidade no momento
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de comparag¢des de desempenho. Em (Thrust, 2012) é possivel encontrar um projeto de uma
biblioteca de algoritmos paralelos que se assemelha ao C++ Standard Template Library (STL),

que busca integracdo da computacdo em GPU com os conceitos de orientacdo a objeto.

A parte inicial do algoritmo, adi¢cdo dos nés ao dominio, ndo foi paralelizada para a GPU,
devido a falta de complexidade da operacdo. Nao hd restricdo alguma para tal, mas os ganhos
n3o seriam perceptiveis. Desta forma, somente a segunda parte do algoritmo foi paralelizada,
onde a GPU faz o trabalho de localizar os possiveis vizinhos de dado né e sequencialmente
os verdadeiros vizinhos de influéncia do né. A visdo geral do algoritmo com a adicdo de um

kernel que ira executar na GPU fica como o algoritmo descrito na Figura 4.5.

Leitura dos nés (CPU);
para cada leitura de um no sobre o dominio faga
Adicionar o ponto ao dominio;
Calcular o retangulo que ira caracterizar o dominio de suporte;

fim para cada

Localizando Vizinhos (GPU);

para cada né sobre o dominio faga
Localizar os possiveis vizinhos do n6 atual através do dominio de suporte;
Localizar os verdadeiros nds vizinhos que exercem influéncia ao raio do né atual;
Adicionar os nés vizinhos na lista de vizinhanca;

fim para cada

Escrever a solugao (CPU);

© W N O ook W =

e
N = O

Figura 4.5: Visao geral do algoritmo implementado para a GPU

Para transportar o cédigo para a GPU, foram utilizados os passos bdsicos da pro-
gramacdo CUDA tratada neste trabalho. Apds a leitura dos nds por parte da CPU, é
feita uma alocacdo e uma cépia do vetor de pontos para a GPU através de cudaMal-
loc() e cudaMemcpy() respectivamente. Logo apds, é feita uma chamada para o kernel
localizaPossiveisVizinhosQuadrante_d(), que ird realizar as operacoes destinadas a
GPU citadas em 4.5. Em seguida, apds ter calculado as operagdes, o resultado é enviado de
volta para a CPU através de outra chamada cudaMemcpy(). A partir deste momento, a
CPU pode realizar quaisquer operacdo com os nds e seus respectivos vizinhos encontrados.
Uma visdo do kernel executado na GPU (passos 6 a 10 no algoritmo 4.5) é apresentado na
Figura 4.6, lembrando que o enderecamento de threads e blocos sdo feitos automaticamente

pela GPU. O Kernel completo é encontrado no Apéndice A.
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Resultados
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Atribuicao dos indices das threads;
enquanto thread atual for menor que niimero de pontos faca
para cada possivel vizinho no dominio faga
se possivel vizinho difere do ponto atual entao
se possivel vizinho esta no dominio de suporte entao
Calcula a distancia entre os pontos;
se for vizinho entao
‘ Adiciona a lista de vizinho do ponto atual;
senao
‘ Nao ¢ vizinho;
fim se
senao
‘ Nao ¢ vizinho;
fim se
senao
‘ O ponto nao é vizinho dele mesmo;
fim se
fim para cada
Atualiza a quantidade de Vizinhos do ponto atual;
Atribui novo indice a thread atual;
fim enqto

Figura 4.6: Visao geral do algoritmo implementado para a GPU

4.3 Resultados

Para fins de testes e comparacdo da aplicagao feita na GPU em relacdo aos testes feitos na
CPU, foram criadas cinco instancias de pontos cartesianos: 1.000, 5.000, 10.000, 20.000 e

30.000 pontos, geradas aleatoriamente pelo fun¢do rand() da biblioteca padrdo C. Os dnicos

parametros controlados foram o valor maximo das coordenadas e o raio. Estes dois ultimos,

receberam os valores padroes 100 e 5 respectivamente para todos os pontos e instancias. Na

Tabela 4.1 os resultados da aplicacdo do algoritmo 4.2 rodado na CPU para as cinco instancias.

aumentarmos o nimero de pontos na instancia.

N° Pontos

1.000

5.000

10.000

20.000

30.000

Tempo(seg)

0,031

0,46

1,9

13,7

35,18

Tabela 4.1: Resultados obtidos na CPU

E nitido o crescimento do tempo de processamento do cddigo sequencial na CPU ao
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Para os testes no cédigo da GPU (4.5), além da variacdo de ndmero de pontos, tam-
bém foram variados os nimeros de blocos e threads lancados no kernel durante a execucao
do algoritmo, para analisar o comportamento do processamento. Segue os resultados (em

segundos) na Tabela 4.2 .

N° Pontos 1.000 | 5.000 | 10.000 | 20.000 | 30.000
30 Blocos - 500 Threads | 0.76 | 0.83 0.96 1.54 2,67
60 Blocos - 500 Threads | 0.73 | 0.79 0.96 1.52 2,55
300 Blocos - 100 Threads | 0.73 | 0.80 0.93 1.47 2,38
500 Blocos - 60 Threads | 0.77 | 0.80 0.92 1.44 2,29
500 Blocos - 500 Threads | 0.75 | 0.82 0.95 1.55 2,54

Tabela 4.2: Resultados obtidos na GPU

Ao compararmos as duas implementac¢des, percebe-se que o algoritmo executado pela
GPU, sé comeca a ser melhor a partir de 10.000 pontos, exemplificando as questdes relativas
a carga de dados. SO se torna interessante o processamento na GPU, em casos onde a carga
de dados cresce de forma muito grande. Comparando a instancia de melhor caso com 30.000
pontos, na qual o algoritmo executado na GPU foi executado em 2,29 segundos, temos um

ganho de mais de 15 vezes em relacdo ao algoritmo da CPU, que executou em 35,18 segundos.

Como comentado anteriormente, o niimero de blocos e threads que sdo lancados no ker-
nel influenciam diretamente no seu processamento. No algoritmo proposto acima, percebe-se
uma melhoria no tempo de execu¢do do algoritmo, ao acrescentarmos mais blocos e dimi-
nuirmos as threads. A melhor combinacdo encontrada foi a de 500 blocos e 60 threads. A
combinacao correta de blocos e threads é uma questao de testes e andlise. Cabe ao desenvol-
vedor conhecer as especificacoes da sua GPU, e o modelo de negécio da sua aplicagdo, para

escolher os valores que irdo agregar maior capacidade de processamento.
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Capitulo 5

Conclusoes

uso de GPUs para programacao paralela de propdsitos gerais estd crescendo em ritmo
acelerado, de acordo com a necessidade de processamento do mercado. A arquitetura
CUDA, juntamente com a linguagem e ferramentas que o acompanham, esta conseguindo
trazer muitos desenvolvedores para explorar a drea que antes era pouco atrativa, devido a
alta complexidade das ferramentas e linguagens disponiveis. Uma das evidéncias deste fato,
é que durante o término deste trabalho, a tecnologia ja estava presente em trés dos cinco

supercomputadores do mundo.

Ficam evidentes as grandes facilidades que a tecnologia proporciona para os desenvol-
vedores. Nenhum conhecimento relacionado a gréficos é exigido para que se trabalhe com
CUDA, ficando abstrato para os desenvolvedores, assim como a comunicagao entre o Host e o
Device. Tendo um minimo de conhecimento da linguagem C, a maior dificuldade encontrada
estd no aprendizado das questdes relacionadas a indexacao de blocos e threads, juntamente
em como extrair o maximo de desempenho da aplicacdo. Esta é uma das questdes a serem
tratadas em trabalhos futuros. A andlise profunda da configuracdo de blocos e threads é uma

area que pode ser bastante explorada.

As CPU’'s ainda tem uma certa vantagem de processamento, quando tratamos de
calculos complexos com necessidade de precisdo de mais de 6 digitos ou com baixa carga de
dados. As GPU’s ainda tem dificuldade para tratar calculos com esta taxa de precisdo, e a
partir de testes, pdde-se perceber que em aplicagdes com baixa carga de dados, os ganhos
nao sao muito significativos devido as cdpias entre as memorias durante a execucao de uma
kernel. Mas a partir do momento em que a carga de dados cresce, o uso das GPU'’s ja se

torna interessante, pela razdo de sua arquitetura ser massivamente paralela. Muito se falou em
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comparacoes entre GPU e CPU, mas devemos perceber que ao final das contas, a programacao
paralela de propdsitos gerais com a GPU depende da CPU a todo momento. A GPU a principio,
nao tem o objetivo de substituir a CPU, mas sim trabalhar em conjunto como um processador

adicional para oferecer melhor desempenho nas aplicacdes.

Métodos Numéricos sem Malha, sao apenas uma das varias areas que necessitam de
melhoria no desempenho de seus algoritmos. Apesar dos étimos resultados obtidos, a imple-
mentacdo apresentada neste trabalho tinha como objetivo principal a aplicacdo da tecnologia
para aprendizado, além de oferecer uma nova forma de implementar a estratégia de busca
de vizinhos baseadas em Dominio de Suporte: ShapeSupportDomain . Até o momento, esta
tarefa é executada através do uso da biblioteca CGAL (CGAL, 2012), que utiliza drvores de
busca. S3o algoritmos extremamente otimizados, e fica como trabalho futuro, a busca por

implementac¢des paralelas que possam equiparar aos algoritmos da CGAL.

Outra questdo para trabalho futuros, é a utilizagao de véarias GPU's trabalhando juntas.
A tecnologia CUDA oferece formas de se tirar proveito de um cluster entre GPU's. Se com
uma GPU os ganhos de performace ja sdo grandes, trabalhando em conjunto, as melhorias

devem ser de grande valia para a are de otimizacao de algoritmos.
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Apeéendice A

Algoritmos - Kernels

Esse apéndice apresenta alguns cddigos escrito em CUDA/C de forma completa em relago a
trechos de exemplos descritos nos capitulos deste trabalho. Muitos deles foram baseados nos
exemplos propostos em (Sanders and Kandrot, 2010), e executados em um computador com

as configuragdes descritas em 3.2.1.

A.1 Kernel de adicao de vetores

O algoritmo de adicdo de vetores apresenta duas listas de nimeros, onde queremos somar

elementos correspondentes de cada lista e armazenar o resultado em uma terceira lista. E

possivel notar alguns padrées comuns que sdao empregamos em CUDA:

e Alocamos trés vetores no dispositivo usando chamadas para cudaMalloc(): dois vetores,

a_d e b_d, para manter as entradas, e um array, c_d, para manter o resultado
e Como estamos lidando com a meméria do device, temos que limpar com cudaFree().

e Usando cudaMemcpy(), copiamos os dados de entrada para o dispositivo com o pa-
rametro cudaMemcpyHostToDevice e os dados do resultado de volta para o host com

cudaMemcpyDevicetoHost.

e Executamos o cédigo no device no kernel add() do cédigo main() no host, usando a

nova sintaxe de chamada de um kernel com os simbolos ¢ ‘<<<>>>? 7,

e Foi escrito uma fun¢do chamada add() que executa no device. Isso é feito a partir de

um cédigo C e adicionando um qualificador __global__ ao nome da funcdo.
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A.2. Recuperando propriedades do Device

Listing A.1: Kernel de adicao de vetores

#include <iostream>
#include <cuda_runtime.h>
#include <cuda_runtime_api.h>
#define N (33%1024)
//Kernel add
__global__ void add(int xa, int *b, int xc){
int tid = threadldx .x + blockldx.x * blockDim.x;
while (tid < N){
c[tid] = a[tid] + b[tid];
tid += blockDim.x * gridDim.x;
}
}
int main(void){
int a[N], b[N], c[N];
intx a_d, *b_d, xc_d;
cudaMalloc ((voidx*#*)&a_-d, N % sizeof(int) );//alocagdo dos vetores na GPU
cudaMalloc ((void**)&b_d, N % sizeof(int) );
cudaMalloc ((void**)&c_d, N % sizeof(int) );
for (int i=0; i<N; i++){
ali] = —i;
b[i] = ix i;
}
//Cépia dos vetores da CPU para a GPU
cudaMemcpy ( a_d, a, N % sizeof(int), cudaMemcpyHostToDevice );
cudaMemcpy( b_d, b, N % sizeof(int), cudaMemcpyHostToDevice );
add<<<N+127/128,128>>>(a_d, b_d, c_d); //execu¢io do kernel
//cépia do resultado calculado na GPU para a CPU
cudaMemcpy ( ¢, c_d, N * sizeof(int), cudaMemcpyDeviceToHost );
cudaFree(a_d);//desalocando memédria da GPU
cudaFree(b_d);
cudaFree(c_d);
return O0;
}

A.2 Recuperando propriedades do Device

Em algumas situacdes, o programador terd a necessidade ou até mesmo obrigacao de saber
algumas informagoes relevantes sobre o device na qual ele estd trabalhando. Pode ser (til saber

o quanto de memdria e quais os tipos de recursos o device oferece. Em casos onde s3o usados
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A.2. Recuperando propriedades do Device

mais de um device, tem que existir uma maneira de determinar qual deles estd operando em
certo momento. Existe alguns mecanismos para realizar estes Ultimos questionamento através
de chamadas de fungoes especificas, para recuperar informagdes da estrutura cudaDevicePro,
que contém uma série de informacdes sobre o(s) dispositivos que estdo ativos na maquina em
questdo. Segue abaixo um kernel que recuperar algumas das mais importantes informagdes de

um device e em (Nvidia, 2011) é possivel encontrar todos os tipos presentes na estrutura.

Listing A.2: Aplicativo que retorna informagoes sobre o device

1

2|#include <cuda_runtime_api.h>

3|#include <iostream>

4

5/ int main(void){

6 cudaDeviceProp prop;

7

8 int count;

9 cudaGetDeviceCount (&count);

10

11 for (int i=0; i<count; i++){

12 cudaGetDeviceProperties(&prop, i);

13 printf( " —— INformacao Geral do Dispositivo %d ——\n", i );
14 printf( "Nome: %s\n", prop.name );

15 printf( "Capacidade de Computacao: %d.%d\n", prop.major, prop.minor );
16 printf( "Taxa de clock: %d\n"”, prop.clockRate );

17

18 printf( ” —— Informacao da meméria do dispositivo %d ——\n", i );
19 printf( "Total Memoria global: %ld\n", prop.totalGlobalMem );
20 printf( "Total Memoria constante: %ld\n", prop.totalConstMem );
21

22 printf( " —— Informagoes MP do device %d ——\n", i );

23 printf( "Threads em 1 warp: %d\n”, prop.warpSize );

24 printf( "Maximo de threads por bloco: %d\n",

25 prop.maxThreadsPerBlock );

26 printf( "Maximo de threads por dimensions: (%d, %d, %d)\n",
27, prop.maxThreadsDim[0], prop.maxThreadsDim[1],

28 prop.maxThreadsDim[2] );

29 printf( "Maximo de blocos por gride: (%d, %d, %d)\n",

30 prop.maxGridSize [0], prop.maxGridSize[1],

31 prop.maxGridSize [2] );

32 printf( "\n" );

33 }

34 return O;

35] }
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A.3. Kernel com Meméria Compartilhada e Sincronizagao

A.3 Kernel com Memodria Compartilhada e
Sincronizacao

No Produto escalar de vetores, primeiramente nés multiplicamos os elementos correspondentes
de dois vetores de entrada. E muito semelhante 3 adicao de vetores, utilizando multiplicacio
em vez de adicdo. No entanto, em vez de em seguida armazenar esses valores para um terceiro
vetor de saida, temos que somar todos os valores do terceiro vetor, para produzir uma unica
saida escalar. Como precisamos que o resultado seja a soma de todos esses produtos, cada
thread mantém uma soma parcial dos pares que adicionou. As novidades no cédigo ficam por

conta de:

e Foi declarado um buffer de memdria compartilhada identificado como cache. Este buffer

é usado para armazenar a soma parcial de cada thread.

e No ponto onde é preciso somar todos os valores temporarios que ja foram colocados
no cache, é preciso tomar certo cuidado, pois é uma operacao perigosa. Foi Preciso
a utilizacdo de um método para garantir que todas ja tenham escrito para o cache
compartilhado, antes que alguém tente ler o mesmo buffer. O método utilizado foi o
de sincronizar as threads com o comando __syncthreads(), que garante que cada

thread no bloco tenha concluido suas instrucoes antes do hardware executar a préxima

instrucao em qualquer thread.

Listing A.3: Kernel Produto Escalar de Vetores com memoria compartilhada e sincroni-

7acao

#include <cuda_runtime_api.h>
#include <cstdlib>
#include <iostream>

#define imin(a,b) (a<b?a:b)
const int N = 26 x 1024;

//Numero de threads padronizado. Depende da placa, geralmente no maximo 512
const int threadsPerBlock = 256;

//Garante que o numero de blocos de acordo com o nimero de threads.
const int blocksPerGrid = imin( 32, (N+threadsPerBlock —1) / threadsPerBlock);
__global__ void dot( float =xa, float b, float xc){

//Varidvel compartilhada por todas threads do mesmo bloco.

__shared__ float cache[threadsPerBlock];

//Atribui o indice da thread — Indice Thread/Indice bloco/Tamanho bloco.
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A.3. Kernel com Meméria Compartilhada e Sincronizagao

19 int tid = threadldx .x 4+ blockldx.x x blockDim.x;

20 //indice para a varidvel compartilhada, ird armazenar a soma de todas threads da
mesma linha.

21 int cachelndex = threadldx .x;

22 //Armazena a soma tempordria deste bloco

23 float temp = O0;

24

25 //Garante que sé executa até o nimero certo de dados. Caso hajam threads sobrando

ignora .

26 while (tid < N){

27, temp += a[tid] * b[tid]; //Multiplicagdo dos valores dos 2 vetores

28 tid 4= blockDim.x * gridDim.x; //Atribui¢cdo dos indices.

29 }

30

31 cache[cachelndex] = temp; //Atribui a soma total de um bloco no chache de indice
threadldx .x

32

33 //Garante que nenhum comando serd executado enquanto todas as threads do bloco
ndo terminarem.

34 __syncthreads ();

35

36 int i = blockDim.x/2;

37

38 while (i 1= 0){

39 if(cachelndex < i)

40 cache[cachelndex] += cache[cachelndex + i];

41 __syncthreads () ;

42 i /= 2;

43 }

44

45 if (cachelndex = 0)

46 c[blockldx.x] = cache[0];

47}

48| int main(){

49

50 float *a, xb, c, xpartial_c;

51

52 float xdev_a, *xdev_b, xdev_partial_c;

53

54 //alocagio de memdria na CPU

55 a = new float[N];

56 b = new float[N];

57 partial_c = new float[blocksPerGrid];

58

59 //alocagdo de meméria na GPU

60 cudaMalloc ( (void**)&dev_a, Nkxsizeof(float) );

61 cudaMalloc ( (void**)&dev_b, Nxsizeof(float) );

62 cudaMalloc ( (voidxx)&dev_partial_c, blocksPerGridxsizeof(float) );

63

64 //preenche a meméria do host com dados

65 for(int i=0; i<N; i++){

66 ali] = 1,

67 b[i] = 1;

68 }
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A 4. Kernel com Memoria Constante

//Copia dos arrays 'a' e 'b’' para a GPU
cudaMemcpy ( dev_a, a, Nxsizeof(float), cudaMemcpyHostToDevice );
cudaMemcpy ( dev_b, b, Nxsizeof(float), cudaMemcpyHostToDevice );
dot<<<blocksPerGrid, threadsPerBlock >>>(dev_a, dev_b, dev_partial_c);
//copia do array c¢ da GPU para a CPU
cudaMemcpy ( partial_c, dev_partial_c, blocksPerGridx*sizeof(float),
cudaMemcpyDeviceToHost );
//fim na CPU
c = 0;
for(int i=0; i<blocksPerGrid; i++){
¢ += partial_c[i];
}
printf(” O valor e %.6g \n", c);
//libera memoria da GPU e CPU
cudaFree(dev_a);
cudaFree(dev_b);
cudaFree(dev_partial_c);
free(a);
free(b);
free(partial_c);
return 0;
}

A.4 Kernel com Memoria Constante

Este é um kernel simples de soma entre vetores, onde todos os vetores recebem o valor do
vetor anterior somado sempre ao 1° vetor(vetor a). Este é um kernel muito simples, com o
intuito de apresentar o uso da memdria constante em GPU. Como todos os vetores vao ser
somados ao primeiro, que nao tera seu valor alterado, alocamos este primeiro vetor na memdria

constante da GPU. As novidades siao comentadas abaixo.

e Foi declarado um vetor __contant__ no inicio do algoritmo. Este é o primeiro vetor,

que nao tera seus dados alterados e serd apenas para leitura.

e Como o primeiro vetor ja foi alocado, ndo é preciso chamar cudaMalloc() para o

mesmo, € no momento de copiar os dados para a memdria constante da GPU, a funcao
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A 4. Kernel com Memoria Constante

é diferente de cudaMemcpy()(fungcdo que copia para a meméria global da GPU ),
sendo utilizado a fun¢do cudaMencpyToSymbol().

Listing A.4: Kernel de soma ao anterior com memdria constante

#include <cuda_runtime_api.h>
#include <iostream>

//variaveis: N = tamanho array, blocksize = numero de blocos
const int N = 100;
const int blocksize = 2;

//Variavei armazenada na memoria constante da GPU
__constant__ float d_a[N«N];

//kernel de soma ao anterior com o primeiro

__global__ void add_anterior(floatx b, floatx c, floatx d, float *e, int N){
int i = threadldx .x + blockldx.x * blockDim.x;
int j = threadldx.y + blockldx.y % blockDim.y;
int index =i + j * N;

if(i < N&& j<N){
b[index] = d_a[index] + d_a[index];
c[index] = b[index] + d_a[index];
d[index] = c[index] + d_a[index];

e[index] d[index] + d_a[index];

int main(){
float* a = new float [N«N];
new float [NxN];
new float [NxN];
new float [NxN];

= new float [NxN];

float*

float*

float*

D QO n T o
Il

float*

for (int i=0; i < NxN; 4+i){
a[i] = 1.5;
b[i] 2.5;
c[i] = 3.5;
d[i] = 4.5;

float *xd_b, xd_c, *xd_d, =*xd_e;
const int size = NxNksizeof(float);

//Cépia do array a para a memdria consntante da GPU

cudaMemcpyToSymbol( d_a, a, size );

//Alocagdo de memdria para a memdria global da GPU
cudaMalloc ((void**)&d_b, size);
cudaMalloc ((void**)&d_c, size);
cudaMalloc ((void**)&d_d, size);
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A.5. Kernel com Eventos

cudaMalloc ((void**)&d_e, size);
//Cépia dos dados para a meméria global da GPU
cudaMemcpy ( d_b, b, size, cudaMemcpyHostToDevice);
cudaMemcpy ( d_c, c, size, cudaMemcpyHostToDevice);
cudaMemcpy ( d_d, d, size, cudaMemcpyHostToDevice);
cudaMemcpy ( d_e, e, size, cudaMemcpyHostToDevice);
//Criagdo de blocos e threads de 2 dimensdes
dim3 dimBlock( blocksize , blocksize);
dim3 dimGrid (N/dimBlock.x, N/dimBlock.y);
//Chamada ao kernel add_anterior
add_anterior<<<dimGrid, dimBlock>>>(d_b, d_c, d_d, d_e, N);
//Cépia do resultado calculado na GPU para a CPU
cudaMemcpy ( e, d_e, size, cudaMemcpyDeviceToHost);
//Imprime os dois primeiros indices do resultado
std ::cout << e[0] << — 7 << e[1] << "\n";
//Libera espa¢o na GPU
cudaFree( d_b );
cudaFree( d_c );
cudaFree( d_d );
cudaFree( d_e );
return O;

}

A.5 Kernel com Eventos

Este kernel é o mesmo apresentado na secao 1 deste apéndice, acrescentando as funcionalidades
dos Eventos em CUDA.

Listing A.5: Kernel de adigao de vetores com Eventos

#include <iostream>
#include <cuda_runtime.h>
#include <cuda_runtime_api.h>
#define N (33%1024)
//kernel de adi¢cdo de vetores
__global__ void add(int =%a, int *b, int xc){
int tid = threadldx .x + blockldx.x * blockDim.x;
while (tid < N){
c[tid] = a[tid] + b[tid];
tid 4= blockDim.x % gridDim.x;
}
}
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int main(void){
int a[N], b[N], c[N];
intx a_.d, *b_d, *xc_d;
//alocagio dos vetores na GPU
cudaMalloc ((void**)&a_d, N x sizeof(int) );
cudaMalloc ((void**)&b_d, N x sizeof(int) );
cudaMalloc ((void**)&c_d, N % sizeof(int) );
for (int i=0; i<N; i++){
ali] = —i;
b[i] = ix i;
}
//cépia dos vetores da CPU para GPU
cudaMemcpy ( a_d, a, N x sizeof(int), cudaMemcpyHostToDevice );
cudaMemcpy( b_d, b, N % sizeof(int), cudaMemcpyHostToDevice );
cudaEvent_t start, stop; //varidveis tipo Evento CUDA
cudaEventCreate(&start); //Criacdo do Evento start
cudaEventRecord (start, 0); //Marcacdo do Evento Start
add <<<10,100>>>(a_d, b_d, c_.d); //Chamada ao kernel add
cudaEventRecord (stop, 0); //Marcacdo do fim do Evento
cudaEventSynchronize (stop); //Coloca o Evento na fila , aguardando o término das
tarefas da GPU
//cépia do resultado calculado na GPU para a CPU
cudaMemcpy ( ¢, c_d, N * sizeof(int), cudaMemcpyDeviceToHost );
std :: cout << c[N—=1] << "\n";
//Calculo do tempo gasto no kernel através de Eventos
float elapsedTime;
cudaEventElapsedTime(&elapsedTime, start, stop);
std :: cout << "Tempo gasto pela GPU para executar o kernel: " << elapsedTime;
//Destruindo os eventos
cudaEventDestroy(start);
cudaEventDestroy(stop);
//desalocando meméria da GPU
cudaFree(a_d);
cudaFree(b_d);
cudaFree(c_d);
return O0;
}
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A.6 Kernel com Atomics

Para exemplificar o uso de operacGes atémicas, serd apresentado um algoritmo para calculo de
histogramas encontrado em (Sanders and Kandrot, 2010). Um histograma consiste em: dado
um conjunto de dados que possui varios elementos distintos ou ndo, o histograma representa o
nimero de vezes que cada elemento aparece no conjunto de dados, ou seja, a sua frequéncia.

A tabela A.1 apresenta um histograma da expressao “Programacao Paralela com CUDA".

Elementos | 7 |3 |1 |1 (122 ]|3]|2]3]1
Frequéncia | A|C|D|E|G|L|M|O|P|R|U

Tabela A.1: Histograma da expressao: “Programagao Paralela com CUDA”.

Os dados que serao analisados por um histograma podem significar qualquer coisa,
qualquer tipo de dado, mas neste aplicativo de exemplo, foi utilizado um fluxo aleatério de
bytes, utilizando uma fun¢do auxiliar chamada big_random_block(). Foram criados 100
megabytes de dados aleatdrios. Uma vez que cada byte de 8 bits aleatdrios pode ser qualquer
um dos 256 valores diferentes contidos na arquitetura do computador (de 0x00 a OxFF), o
nosso histograma precisa conter 256 caixas para os elementos, a fim de incrementar o nimero
de vezes que cada valor é encontrado nos dados. Foi criada uma matriz de inteiros com 256

indices e todos inicializados com zero.

Com o histograma criado e todos os campos inicializados com zero, resta encontrar a
frequéncia com que cada valor aparece nos dados contidos no buffer[]. A ideia aqui é que
sempre que vemos algum valor “z" no buffer[], queremos incrementar o valor “z" do nosso
histograma representado por histo[]. Desta forma, estd sendo contado o nimero de vezes

em que aparece o valor de “Z".

Como ja dito, o problema com célculo de um histograma dos dados de entrada decorre
do fato de que varias threadspodem querer incrementar o mesmo indice do histograma de
saida, a0 mesmo tempo. Nesta situacdo, é preciso usar incrementos atémicos para evitar uma
situacdo de erro como explicado anteriormente. Neste caso especifico, foi necessério utilizar
também, os recursos de memdria compartilhada, pois a utilizacao de recursos de operacoes
atomicas na memédria global traz grande queda de desempenho da aplicagcdo. Utilizando a me-
moria compartilhada, o kernel se divide em duas partes. Primeiramente, cada bloco ira calcular

um histograma individualmente, podendo assim calcular estes na memdéria compartilhada. Em
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A.6. Kernel com Atomics

seguida, tem-se que mesclar todos os histogramas tempordrios dos blocos para o buffer histo

global. As novidades relativas a programagcdao CUDA nesta aplicagdo ficam por conta de:

e Utilizagdo da fungdo cudaMemset() que assim como a fun¢do menset() na biblioteca

C padrao, ird atribuir valores a uma certa posicdo de memdria alocada.

e Utilizacdo de operacdo atémica de incremento com a chamada: atomicAdd(elemento,

quantidade). Onde a varidvel “elemento’serd incrementada com o pardmetro “quanti-

dade”.

Segue abaixo a aplicagdo completa que calcula histograma com utilizagdo de operagdes

atomicas CUDA.

Listing A.6: Kernel de calculo de histogramas utilizando atomics na GPU

#include <iostream>
#include <cuda_runtime_api.h>
#define SIZE (500%1024%1024)//tamanho dos dados de entrada
void* big_random_block ( int size );//fun¢do auxiliar que gera dados
__global__ void histo_kernel( unsigned char xbuffer, long size, unsigned int xhisto ){
//varidvel compartilhada para cada bloco calcular um semi—histograma
__shared__ unsigned int temp[256];
temp[threadldx .x] = 0;
__syncthreads();//sincroniza as threads do bloco
int i = threadldx .x + blockldx.x x blockDim.x;//atribui indice as threads
int stride = blockDim.x x gridDim.x;
while (i < size) {
//garante aromicidade das operagdes entre threads do mesmo bloco
atomicAdd ( &temp[buffer[i]], 1 );
i += stride;
}
__syncthreads();
//garante atomicidade das operagcbes entre todos os blocos
atomicAdd ( &(histo[threadldx .x]), temp[threadldx .x] );
}
int main( void ) {
unsigned char xbuffer = (unsigned charx)big_random_block ( SIZE );
cudaEvent_t start, stop;//Criando, iniciando e gravando um evento
cudaEventCreate( &start ) ;//parar calcular o tempo da aplicacdo na GPU
cudaEventCreate( &stop ) ;
cudaEventRecord( start, 0 );
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// alocando e copiando meméria na GPU

unsigned char xdev_buffer;

unsigned int xdev_histo;

cudaMalloc( (voidxx)&dev_buffer , SIZE );

cudaMemcpy ( dev_buffer , buffer, SIZE, cudaMemcpyHostToDevice );
cudaMalloc( (voidxx)&dev_histo, 256 % sizeof( int ) );
cudaMemset( dev_histo, 0, 256 % sizeof( int ) );

//invocacio do kernel
histo_kernel <<<128,256>>>( dev_buffer , SIZE, dev_histo );

//cépia do histograma calculado na GPU para a CPU
unsigned int histo [256];
cudaMemcpy ( histo , dev_histo, 256 * sizeof( int ), cudaMemcpyDeviceToHost );

// recuperagcdo do tempo gasto

cudaEventRecord( stop, 0 );

cudaEventSynchronize ( stop );

float elapsedTime ;

cudaEventElapsedTime( &elapsedTime, start, stop );
printf( "Tempo gasto: %3.1f ms\n", elapsedTime );

//destruindo eventos e desalocando memdria
cudaEventDestroy( start );
cudaEventDestroy( stop );
cudaFree( dev_histo );
cudaFree( dev_buffer );
free( buffer );

return O0;

void* big_random_block ( int size ) {
unsigned char xdata = (unsigned char*)malloc( size );
for (int i=0; i<size; i++)
data[i] = rand();

return data;

A.7 Kernel com Streams

As Streams oferecem o paralelismo de tarefas na programacgao de propdsitos gerais em GPU.
Para alcancar tal objetivo, temos que utilizar duas ou mais streams. No aplicativo abaixo nds
temos seis vetores. Os dois primeiros serdo somados e o resultado é recebido pelo terceiro,
enquanto o quarto e o quinto vetor, sio somados e o resultado atribuido ao sexto e dltimo
vetor. As duas operacdes de soma sdo feitas de forma simultanea, com o uso de duas Streams

CUDA. As Stream s3o basicamente uma fila de operacdes que a GPU certamente ird executar,
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mas sem a confirmacdo de em que momento isso ocorrera. Por causa dessa caracteristica, duas

chamadas especiais sdo diferentes quanto aos outros aplicativos apresentados neste apéndice:

e cudaMemcpyAsync(destino, origem, tamanho, sentido, stream): Onde os pardmetros

sdo os mesmo de cudaMemcpy(), com excegdo do dltimo, que contém o nome da
stream que ird receber a cdpia de dados como tarefa. O termo “Async’'da chamada vem
da palavra assincrona, que indica que esta cdpia ndo tem o momento correto de ocorrer,

apenas que ird acontecer em algum momento.

cudaHostAlloc(endereco, tamanho, cudaHostAllocDefault): Para que o item anterior
possa ocorrer, a alocacao da memoria correspondente no host tem que ser com a cha-
mada cudaHostAlloc(), sendo o dltimo pardmetro um argumento default para o nosso
exemplo. Com este tipo de alocacdo, nds garantimos que o sistema operacional n3o ira
“paginar’o endereco de memdria e seus dados, ou seja, manda-los para o disco rigido
em algum momento de inatividade. Esse comportamento é necessario, pois a cépia
que solicitamos através de uma stream, ndo tem momento certo para acontecer. Desta
forma evitamos qualquer problema na hora da cépia ocorrer. O desenvolvedor tem que
estar atento ao uso de memdria n3o paginada, pois pode trazer sérios problemas de
desempenho de outras aplicacdes que possam estar rodando no computador e para a

prépria memoria da CPU.

Listing A.7: Kernel de paralelismo de tarefas com Streams

#include <cuda_runtime_api.h>
#include <iostream>

#define N (33%1024)
#define FULL_DATA_SIZE (N=x20)

__global__ void add(int %a, int *b, int xc){

int

int tid = threadldx .x 4+ blockldx.x x blockDim.x;
while (tid < N){

c[tid] = a[tid] + b[tid];

tid += blockDim.x * gridDim.x;

main( void ) {

cudaDeviceProp prop;

int whichDevice;

cudaGetDevice ( &whichDevice );
cudaGetDeviceProperties ( &prop, whichDevice );

62




22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
75

A.7. Kernel com Streams

if (!prop.deviceOverlap) {

printf( "Device n3o suporta a sobreposi¢cdo \n" );

return O;

cudaEvent_t start, stop;
float elapsedTime;

// lInicializa temporizadores
cudaEventCreate( &start );
cudaEventCreate( &stop );
cudaEventRecord( start, 0 );
// lInicializa stream's
cudaStream_t streamO, streaml;
cudaStreamCreate ( &stream0Q );

cudaStreamCreate ( &streaml );
int xhost_a, *xhost_b, xhost_c;
int xdev_a0, *xdev_b0, xdev_cO;

int xdev_al, xdev_bl, xdev_cl;

// Aloca meméria na GPU

cudaMalloc( (void**)&dev_a0, N x
cudaMalloc( (void**)&dev_b0, N x
cudaMalloc( (voidx**)&dev_cO, N x
cudaMalloc( (voidx**)&dev_al, N x
cudaMalloc( (voidx**)&dev_bl, N x
cudaMalloc( (voidx**)&dev_cl, N x

// Aloca Meméria ndo paginavel n
cudaHostAlloc( (void=xx)&host_a,
cudaHostAllocDefault );
cudaHostAlloc( (voidxx)&host_b ,
cudaHostAllocDefault );
cudaHostAlloc( (void=xx)&host_c ,
cudaHostAllocDefault );

for (int i=0; i<FULL.DATA_SIZE;
host_a[i] = rand();
host_b[i] = rand();

//Cada uma das operag¢des na GPU

for (int i=0; i<FULL_-DATA_SIZE;
// Cépia dos vetores "a”
cudaMemcpyAsync( dev_a0,
N % sizeof(int),
cudaMemcpyHostToDevice ,
stream0 );
cudaMemcpyAsync( dev_al,
cudaMemcpyHostToDevice ,
streaml );
// Cépia dos vetores "b”

sizeof (int) )
sizeof (int) )
sizeof (int) );
sizeof (int) )
sizeof (int) )

)

sizeof (int)

a CPU
FULL_DATA_SIZE x sizeof(int),

FULL_.DATA_SIZE * sizeof(int),

FULL_-DATA_SIZE * sizeof(int),

i+4) {

serdo feitas FULL_DATA_SIZE vezes

i+= Nx2) {
para as respectivas streams
host_a-+i ,

host_a+i+N, N % sizeof(int),

para as respectivas streams
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cudaMemcpyAsync( dev_b0, host

cudaMemcpyHostToDevice ,

cudaMemcpyAsync( dev_bl, host

cudaMemcpyHostToDevice ,

streaml );

//Chamada do kernel add para
add<<<N/256 ,256 ,0,stream0>>>( dev_a0, dev_b0, dev_c0 );
add<<<N/256 ,256 ,0,stream1>>>( dev_al, dev_bl, dev_cl );

//Cépia dos resultados parcia

_b+i, N % sizeof(int),
stream0 );
_b+i+N, N % sizeof(int),

cada stream

T

is para os vetores "c

cudaMemcpyAsync( host_c+i, dev_cO, N % sizeof(int),

cudaMemcpyDeviceToHost ,

stream0 );
cudaMemcpyAsync( host_c+i+N,
cudaMemcpyDeviceToHost ,

streaml );

//Sincroniza

dev_cl, N % sizeof(int),

as Streams, fazendo a CPU aguardar a GPU

cudaStreamSynchronize( stream0 );

cudaStreamSynchronize( streaml );

cudaEventRecord ( stop, 0 );

cudaEventSynchronize ( stop );

cudaEventElapsedTime( &elapsedTime, s

tart, stop );

printf( "Tempo: %3.1f ms\n”, elapsedTime );

//Desalocagio
cudaFreeHost (
cudaFreeHost (
cudaFreeHost (

cudaFree( dev_a0
cudaFree( dev_b0
cudaFree( dev_cO
cudaFree( dev_al
cudaFree( dev_bl
cudaFree( dev_cl

//Destruigdo

cudaStreamDestroy
cudaStreamDestroy

return O0;

de memédria da GPU e CPU
host_a );
host_b );
host_c );

~

+ ..

das reams

stream0 );

A~ AN U ~— O~ ~— ~— —

streaml );

A.8 Identificadores Globais de Threads

A arquitetura CUDA trabalha com um novo modelo que envolve threads, blocos e uma grade.

Onde uma grade é um conjunto de blocos de no méaximo duas dimensdes(x,y), e os blocos

sdo contituidos de um conjunto de threads de no maximo trés dimensdes(x, y, z). Esta divisdo

é realizada de forma automdtica pela GPU, bastando apenas informar as configuracdes de
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execucao como nuimero de threads e blocos que serdo lancados em dado kernel. Mas apesar
dessa divisdo, no final das operagcdes, podemos dizer que tudo resulta em um grande vetor
de threads, onde cada uma possui um identificador global, baseado nos indices e dimensoes
de blocos e threads que s3o representados pelas varidveis built-in (3.5.4). Na Figura A.1
temos um exemplo de uma grade que possui 3 blocos, que por sua vez, possuem 5 threads
cada um. Temos exposto na figura, os indices individuais de cada bloco e thread, e podemos
constatar também que a dimensdo do bloco (blockDim) é igual a 5, pois em cada bloco
temos 5 threads. Com essas informagdes, conseguimos o identificador global de cada threads

aplicando a seguinte operacao:

int i = blockld.x * blockDim.x + threadld.x

Grid

Blocos —*
"¢
0 1

0123 4 56 7 89 10 11 12 13 14

SRS RR

0123 4 0123 4

Threads

o N e

Identificadores Globais

Figura A.1: Modelo de um grid com blocos e threads. Fonte: (Martins and Lucas, 2010)

Este dltimo exemplo, mostra os identificadores globais das threads onde blocos e thre-
ads possuem apenas uma dimensdo. Para aplicacdes onde as dimensbes sdo maiores, o calculo
para localizar os identificadores globais muda um pouco. O primeiro passo é idéntico ao an-
terior, localizando o indice global da dimensdo “z” com: int i = blockld.x * blockDim.x
+ threadld.x. Logo apds, temos que fazer a mesma operagdo, mas com os operadores da

dimensao “y":

int j = blockld.y * blockDim.y + threadld.y

Com o indice de cada dimensao calculada, encontra-se o indice global multiplicando o indice

de "y

(j) pelo dimensdo de “z” (blockDim.x) e pela dimensdo da grade(gridDim.x). Somando

ao final, o indice de “z” (i):

int index = i + j * blockDim.x + gridDim.x
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A Figura A.2 apresenta um exemplo de uma Grade com quatro blocos de duas dimen-
sOes cada, distintos pelas cores verde, amarelo, roxo e laranja. Cada um destes blocos possuem
quatro threads de duas dimensGes cada. E ao lado, é apresentado um quadro com os valores
de cada varidvel par ao célculo dos identificadores globais de cada thread que variam de 0 a
15.

bloco
(1,0)

x Y
0

0

0,2

12 22 32

8 9 10 11
0,3 1,3 EENEE
2 12 13 14 15

bloco bloco

2
£ /SO’Q\ (.1 index
3

blockldx.x blockldx.y

N=4
" blockDim.y = 2
blockDim.x = 2

- -0 O = = 0 O = = 0 O = = 0 O X
O = O O O O O O O
W oW NN W W NN - - 0 Q0 - - 0 O
wWN W N - 0O - 0 W N W N - O - O

Figura A.2: Modelo de um grid com blocos e threads bidimensionais.

Fonte: (Martins and Lucas, 2010)

A.9 Kernel de localizacao de vizinhos

shapeSupportDomain

Este kernel apresenta o algoritmo que foi implementa durante a execucdo deste trabalho,
para fins de pratica e desenvolvimento dos conceitos utilizados durante os capitulos iniciais de
introducdo ao CUDA. Este kernel em particular, é apenas para apresentar como foi desenvolvido
a ideia da localizagcdo dos vizinhos de um conjunto de pontos. Ele ndo ird compilar, devido a

falta de algumas partes do cédigo nao estarem contidas neste trabalho.

Listing A.8: Kernel localizacao de vizinhos

//Cédigo meramente ilustrativo. Este cédigo ndo ird compilar devido a falta de estruturas
ndo adicionadas neste trabalho

#include <cuda_runtime_api.h>

//kernel de localizagdo de vizinhos pela técnica ShapeSupportDomain
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__global__ void localizaPossiveisVizinhosQuadrante_d (Ponto* vetorDePontos, int
numeroCoordenadas ) {

//atribuicdo de indice das threads

int x = threadldx .x + blockldx.x * blockDim.x;

int contVizinhos;

double resultado;

//Enquanto o indice da thread for menor que o nimero de pontos
while (x < numeroCoordenadas){

contVizinhos = 0;
//enquanto o ndmero de possiveis vizinhos for menor que o nimero de pontos
for(int j=0; j<numeroCoordenadas; ++j){
//Um ponto n3o é vizinho dele mesmo
F(x 1= )1
//Se estd no dominio de suporte do ponto atual
if( ( vetorDePontos[j].quadranteX <= vetorDePontos [x].xmax) &&
( vetorDePontos[]j].quadranteX >= vetorDePontos [x
].-xmin) &&
( vetorDePontos[j].quadranteY <= vetorDePontos [x
].ymax) &&
( vetorDePontos[j].quadranteY >= vetorDePontos [x
].ymin) &&
( vetorDePontos[j].quadranteZ <= vetorDePontos [x
].zmax) &&
( vetorDePontos[j].quadranteZ >= vetorDePontos [x
]-zmin) )
{
//Distancia entre dois pontos
resultado = sqrt( pow( (vetorDePontos[x].x —
vetorDePontos[j].x), 2 ) + pow( (vetorDePontos|[x].y
— vetorDePontos[j].y), 2 ) + pow( (vetorDePontos|[x].
z — vetorDePontos[j].z), 2 ) ) ;
//Se estd dentro do raio do ponto atual, é vizinho
if( resultado <= vetorDePontos[x].raio ){
vetorDePontos [x].indexVizinhos[contVizinhos] = j;
contVizinhos++;
}
}
}
}
vetorDePontos [x]. quantidadeVizinhos = contVizinhos;//Atualiza a qtd de vizinhos
do ponto
x 4= blockDim.x * gridDim.x; //atualiza o indice da thread
}
}
int main(){
cudaMalloc ((void**)&vetorDePontos_d , dominio.numeroDePontos x sizeof (Ponto));

cudaMemcpy (vetorDePontos_d , dominio.vetorDePontos, dominio.numeroDePontos * sizeof (Ponto)
, cudaMemcpyHostToDevice );

localizaPossiveisVizinhosQuadrante_d <<<300, 500>>>(vetorDePontos_d , dominio.
numeroDePontos) ;
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48| cudaMemcpy (dominio .vetorDePontos, vetorDePontos_d, dominio.numeroDePontos * sizeof (Ponto)
, cudaMemcpyDeviceToHost );

49

50| return O0;

51| }
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